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• Capa de función exponencial normalizada. – Proporciona una salida 

para la clasificación. 

2.2.3 Transferencia de aprendizaje. – este término implica el uso de un conocimiento 

ya existente para generar uno nuevo. Dentro del campo de la inteligencia 

artificial, es posible reutilizar una red para reentrenarla solo si se van a utilizar 

clases similares dentro de una determinada categoría; por ejemplo, si se tiene 

una red pre-entrenada para la detección de flores, y esta no ha sido entrenada 

con algunas variedades de flores, es posible reutilizar esta red para que se 

puedan detectar las nuevas variedades de flores.  

 

 

 

 

 

Figura 2.1. Métodos para la aplicación del aprendizaje profundo. Fuente: 

Propia 

En la figura 2.1, se justifica su uso como gran potencial para la implementación 

de proyectos. La implementación de solo una red pre-entrenada es de poco 

esfuerzo; sin embargo, posee poca flexibilidad ya que se depende directamente 

del proceso de entrenamiento de una red, sin la posibilidad de cambio o 

reajuste. El entrenamiento desde cero implica una mayor flexibilidad. Su uso e 

implementación es favorable siempre y cuando no existan redes pre-entrenadas 

que puedan clasificar imágenes de interés por clase. Como punto adicional, se 

puede decir que es posible el uso de una arquitectura de red para un 
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procesamiento desde cero; sin embargo, se perdería el aprendizaje, medido en 

el peso por cada clase, de una determinada arquitectura de red. El proceso de 

transferencia de aprendizaje se detalla a continuación. 

 

Figura 2.2. Proceso para la transferencia de aprendizaje. Fuente: Propia 

En la primera parte, se puede apreciar la Red modificada, los datos de 

entrenamiento y opciones de algoritmos de entrenamiento. Estos representan 

una arquitectura ya modificada. Seguidamente se pasa a reentrenar la red y se 

procede a evaluar la precisión hasta que se logre un resultado aceptable. 

2.2.4 Segmentación semántica. - La segmentación semántica resulta muy útil cuando 

se trata de analizar a profundidad conjuntos de datos digitales ya que, se analiza 

la imagen a nivel de píxeles. Dentro de estás arquitecturas de red, se encuentran 

algunas como Segnet y Deeplab. Estás arquitecturas se pueden reutilizar para 

el entrenamiento a través de redes convolucionales. Es decir, aprovechan el 

entrenamiento previo por parte de las redes de aprendizaje profundo y ajustan 

su propia arquitectura al entrenamiento en el campo de la segmentación 

semántica. 
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 Las arquitecturas Segnet y Deeplab se asemejan mucho, pues la arquitectura 

Deeplab es una modificación en cuanto al número   de    capas de la arquitectura 

Segnet. Su estructura se muestra a continuación. 

  

 Figura 2.3. Estructura de una arquitectura Segnet y Deeplab. Fuente: [22] 

El codificador extrae características de una imagen digital a través de una 

secuencia de filtros cada vez más estrechos y profundos. En el codificador 

utiliza arquitecturas de aprendizaje profundo pre-entrenadas con el fin de 

implementar la transferencia de aprendizaje y aprovechar los pesos de cada red. 

La capa de muestreo (Upsampling) realiza el proceso inverso a la de agrupación 

que se explicó en el punto 2.2.2. Esto hace que el codificador realice un proceso 

inverso al codificador hasta llegar a una resolución de pixeles igual al de la 

imagen de entrada.  

2.3 Modelo de solución 

La propuesta del modelo de solución se basa en utilizar los aprendizajes adquiridos por 

cada red de aprendizaje profundo tales como Resnet-18, Resnet-50, Mobilenetv2 y 

Xception. Esto con el fin de aprovechar su acceso e implementación en estructuras 

basadas en redes convolucionales tales como Segnet y Deeplab. El entorno que se 

desea estudiar es la provincia de Huamanga por lo que queda como pendiente 
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desarrollar un conjunto de datos de al menos 1200 imágenes. De la misma forma se 

utilizarán funciones para el aumento de datos tales como los rotación, traslación y 

reflexión explicados en el punto 2.2.1. Por otro lado, se tendrán en cuenta las opciones 

de entrenamiento tales como el minibathsize y el número de épocas y sus variaciones 

conforme vaya avanzando el entrenamiento de la red. Finalmente, en caso de ser 

necesario, se incrementarán el número de imágenes para el entrenamiento adecuado de 

cada red de aprendizaje profundo en su implementación a la segmentación semántica. 

 

 

 

 

Figura 2.4. Modelo de solución. Fuente: Propia 
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CONCLUSIONES 

 
 

• Se puede concluir que, si se quiere analizar la visión por computadora en un entorno 

local en cuanto a sus clases, es más factible la transferencia de aprendizaje ya que 

utiliza un número muy reducido de imágenes con respecto al del aprendizaje desde 

cero y presenta una gran efectivad en cuanto a precisión.  

• El número de imágenes necesarias para realizar este proceso debe ser proporcional a 

las variaciones del entorno y, estás deben variar en cuando a luminosidad, giro y forma. 

Esto ayuda a que la red re-entrada con redes de aprendizaje profundo pre-entrenadas 

tenga una mayor precisión cuando el entorno local varíe con las características 

mencionadas anteriormente. 

• Se tienen que tener dos bases de datos. La primera debe contener imágenes tomadas 

por diferentes cámaras con el fin de aumentar la variabilidad de las mismas. Y 

finalmente, la segunda debe contener información sobre la segmentación manual 

referida a cada imagen colocada dentro de la primera base de datos. 

• La evaluación debe enfocarse en cuanto a la precisión total y parcial de todas y cada 

clase respectivamente. Las métricas de clasificación recomendadas son la exactitud y 

el IoU. 
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RECOMENDACIONES Y TRABAJOS FUTUROS 

 
 

• Es recomendable que, al utilizar arquitecturas pre-entrenadas, estas tengan dentro de 

sus clases, las clases que se desean clasificar en cuanto a la transferencia de 

aprendizaje. 

 

• Se recomienda conservar el dimensionamiento de las imágenes adquiridas por los 

diferentes tipos de cámaras. En caso de reducirlas o incrementarlas asignarles un valor 

proporcional y, en el peor de los casos aplicar un relleno con ceros de tal forma de no 

perder el dimensionamiento proporcional de cada imagen. 

 

• El presente trabajo de investigación forma una de cinco principales partes de la 

conducción autónoma. Su estudio puede acoplarse de manera flexible a la 

implementación de un sistema total de conducción autónoma. 
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