PONTIFICIA UNIVERSIDAD
CATOLICA DEL PERU

Escuela de Posgrado

Modelo de regresion robusta con censura intervalar

Tesis para obtener el grado académico de Magister en Estadistica
que presenta:

Luis Carlos Aliaga Flores

Asesor:

Cristian Luis Bayes Rodriguez

Lima, 2022



Informe de Similitud

Yo, Cristian Luis Bayes Rodriguez, docente de la Escuela de Posgrado de la
Pontificia Universidad Catdlica del Perd, asesor de la tesis titulada Modelo de
regresion robusta con censura intervalar del autor Luis Carlos Aliaga Flores, dejo
constancia de lo siguiente:

El mencionado documento tiene un indice de puntuacion de similitud de 20 %, lo
qgue esta dentro del limite establecido. Asi lo consigna el reporte de similitud
emitido por el software Turnitin el 03/03/2022.

He revisado con detalle dicho reporte y la Tesis o Trabajo de Suficiencia
Profesional, y no se advierte indicios de plagio.

Las citas a otros autores y sus respectivas referencias cumplen con las pautas
académicas.

Lima, 12 de diciembre de 2022

Apellidos y nombres de asesor: Cristian Luis Bayes
Rodriguez

DNI: 40372640 Firma:

7 7
) omer .

C

ORCID: 0000-0003-0474-7921

II



Dedicatoria

A mi mamd, mi papapa y mi esposa Gaby por su constante motivacion, paciencia y amor
durante el desarrollo de esta tesis. Son mi motor para dar siempre la milla extra en todos los

proyectos de vida que me embarco.

III



Agradecimentos

A los profesores del curso de la maestria de Estadistica de la PUCP y en especial al profesor
Cristian Bayes, por su permamente apoyo, asesoria y ensenanzas durante el desarrollo de la

presente tesis.

v



Resumen

El presente trabajo de tesis propone el modelo de regresion log t de Student, el cual permite
modelar variables respuesta que presentan censura intervalar y se muestra robusto frente a la
presencia de observaciones atipicas. Luego, se desarrolla aqui un estudio de simulacion clasico,
con el fin de analizar la sensibilidad frente a distintos niveles de valores atipicos. Finalmente,
se desarrolla la aplicacion del modelo para la estimaciéon de las demoras en 6érdenes de compras
de los proveedores de las empresas en el Pert, concluyendo que el modelo propuesto en esta

tesis tiene un mejor ajuste a los datos en comparaciéon con el modelo Log Normal.

Palabras-clave: censura intervalar, valores atipicos, modelo de regresion, robustez, estima-

cién clasica.



Indice general

Indice de figuras VIII
Indice de cuadros IX
1. Introduccién 1
1.1. Counsideraciones Preliminares . . . . . . . ... .. ... ... ... ... ... 1
1.2. Objetivos™m, 3. A T — . . s & . .. 3
1.3. Organizacién del Trabajo . . . . . . ... ... ... ... ... ... 3

2. Distribuciones t y log t de Student 4
2.1. Distribucién t de Student . . . . . ..o 4
2.1.1. Funcién de densidad de probabilidad . . . . . ... .. ... ... ... 4

2.1.2. Propiedades . . . . . . ..o 5)

2.2. Distribucion log t de Student . . . . . . ... Lo 6
2.2.1. Funcién de densidad de probabilidad . . . . . . .. .. ... ... ... 6

2.2.2. Propiedades . . . . . . .. 7

3. Modelos de regresion robusta con censura intervalar 9
3.1. Modelo con censura intervalar para la distribucién log t-Student. . . . . . . . 9
3.2. Estimacion del Modelo bajo Maxima Verosimilitud . . . . . . ... ... ... 9
3.3. Residuales . . . . . . . . . 10
3.4. Seleccion de modelos . . . . . .. 11

4. Estudio de Simulacién 13
4.1. Consideraciones para la simulacion . . . . . .. . . ..o 13

VI



INDICE GENERAL

4.1.1. Creando la censura intervalar . . . . . .. ... ... .. ........
4.1.2. Generaciéon de datos con presencia de outliers . . . . . . .. ... ...
4.2. Resultados . . . . . . . . . e

5. Aplicaciéon

5.1. Base de datos

5.2. Variables e indicadores . . . . . . . . . . L

5.3. Resultados . .

6. Conclusiones

6.1. Conclusiones

Bibliografia

VII

14

15

17

19

19

20

21

24

24

25



Indice de figuras

2.1.

2.2.

4.1.

4.2.

4.3.

44.

4.5.

5.1.

Funcién de densidad de la distribucion ¢ para p = 0,0 = 1 y diferentes grados
de libertad. . . . . . . . .. 5

Funcién de densidad de la distribucién log ¢t para 4 = 0,0 = 1 y diferentes

grados de libertad. . . . .. ... oL o 7
Diagrama de dispersion e histograma de los datos simulados . . . . . . . . .. 14
Gréafico de Y con censura intervalar . . . . .. .. ... oL 14
Distintos escenarios sin y con outliers . . . . . . . .. ... Lo 16

Estimacion puntual e intervalo de confianza al 95 % para 3y y 1 bajo modelos

log Normal y log ¢ para los distintos escenarios contaminados . . . . . . . .. 17

AIC bajo el modelo log normal (linea roja) y log t (linea azul) . . . . . . . .. 18

Grafico Q-Q Plot de la estimaciéon por el modelo Log t vs el modelo Log Normal 22

VIII



Indice de cuadros

5.1

9.2.

Coeficientes estimados y errores estindar para todos los pardmetros de los

modelos de regresiéon a la media log Normal y log t de Student . . . . . . .. 22

Criterios de comparacion AIC, BIC y de Devianza global para los modelos de
regresion log t de Student y log Normal para el ajuste de los datos con presencia

de censura intervalar . . . . . . . . . L L 23

IX



Capitulo 1

Introduccion

1.1. Consideraciones Preliminares

En muchos casos un investigador esté interesado en estudiar el comportamiento de una
variable dependiente dado un conjunto de variables explicativas. Sin embargo, puede ocurrir
que algunas o todas las observaciones de la variable respuesta presenten censura intervalar,
esto es que solamente conocemos que su valor pertenece a cierto intervalo conocido. Un ejemplo
de esto se puede ver en Sal y Rosas, Moscoso-Porras, Ormeno, Artica, Bayes y Miranda (2019),
donde se abordé la problemética de las brechas de ingresos por género que existen entre
profesionales de la salud. Dentro de este estudio se usaron los datos de la Encuesta nacional
de satisfaccion de usuarios en salud ENSUSALUD (2015) donde la variable dependiente fue
el reporte del monto de ingresos en USD, la cual no fue preguntada directamente como una
variable continua en dicha encuesta sino que fue preguntada en intervalos, generandose de
esta manera la censura intervalar. Por ejemplo estos intervalos fueron: [0, 314], [315, 629,

entre otros.

Otro estudio donde se puede apreciar la censura de los datos es en los andlisis de supervi-
vencia (ver Lindsey y Ryan (1998)), donde la ocurrencia de un evento es observada durante
un periodo de tiempo T'. Si sabemos que el evento de interés ocurrié durante un intervalo de
tiempo |L,R| donde L < T < R, se obtienen datos que presentan una censura intervalar. Por
ejemplo esta casuistica puede ocurrir en una prueba médica, donde los pacientes son evaluados
solo sobre visitas programadas. Si el evento no ha ocurrido durante la primera visita (tiempo
L) pero si ha ocurrido en la siguiente visita (tiempo R), por lo tanto sabemos que el evento
de interés ha ocurrido entre |L,R|, obteniendo asi una censura intervalar dentro de este tipo

de prueba médica (7).

Otro ejemplo se abarca en Bleda y Garces (2002), en donde se busca medir los valores de
las concentraciones de mercurio medidas en orina en la poblacién de Mataré. Esta medicion,
al ser obtenida mediante aparatos de medicién con ciertos limites de deteccién inferiores y

superiores, produce una censura en la variable respuesta.

Asimismo, un supuesto usual dentro del modelamiento de los datos es la normalidad de

estos. Sin embargo, se sabe que la estimaciéon de los parametros del modelo puede verse



fuertemente afectadas ante la presencia de valores atipicos. Por este motivo, distribuciones
de probabilidad con colas méas pesadas que la distribucién normal han sido propuestas en la
literatura como una alternativa a la usual suposicién de normalidad de los errores en modelos
de regresion, las cuales tienen la ventaja de incorporar observaciones atipicas bajo el supuesto

de normalidad.

Esta casuistica descrita ya se ha estudiado antes por algunos autores, siendo los més re-
presentativos West (1984) y Lange et al. (1989). El primer autor estudia la distribucion de
los errores de modelos con colas pesadas para el manejo de valores atipicos bajo inferencia
bayesiana. Dentro de este trabajo, el autor propone el uso del modelo ¢ Student como distri-
bucién a priori dentro del enfoque bayesiano. Por otro lado, en Lange et al. (1989) se estudia
algo similar pero bajo un enfoque de inferencia clésica. El articulo nos ilustra la habilidad de
la distribucion ¢ de Student en manejar valores atipicos realizando la estimaciéon del modelo
bajo maxima verosimilitud y demostrando la robustez del modelo mediante los grados de
libertad v. Por lo tanto, como se puede apreciar, tanto West como Lange proponen el uso de
una distribucion ¢ Student en presencia de valores atipicos ya que sus colas pesadas reducen la
infuencia de estos dentro de la estimacién de los parametros, lo cual hace el anélisis estadistico

més confiable y robusto.

Por otro lado, dentro del mundo empresarial, la puntualidad en las entregas de los pro-
veedores es fundamental dentro del ecosistema productivo de las companias. Un retraso en
la cadena de suministro no conlleva tinicamente en la pérdida del valor total o parcial de la
mercancia, sino también en el desprestigio de la marca y el valor de la empresa. Dado esta
problematica, la presente tesis propone estudiar cuales son los factores que afectan los retrasos
en las 6rdenes de compras de todas aquellas empresas formales con sectores relacionadas a
la minerfa, manufactura, construcciéon, comercio y servicios, localizadas en el Perd y que en
el afio 2014 tuvieron ventas iguales o mayores a 20 Unidades Impositivas Tributarias. Para
obtener los datos de estas empresas nos apoyaremos en la Encuesta Nacional de Empresas
realizada por el INEI en el 2015 (ver INEI (2015)), donde la variable del tiempo de retraso
no pudo ser medida exactamente sino que solamente fue recogida entre ciertos limites, ocu-
rriendo de esta manera la censura intervalar. Finalmente, dada la naturaleza de la encuesta
reflejando distintas realidades de las empresas a nivel nacional, se espera que existan varias
observaciones atipicas en el retraso de las 6rdenes de compra, por lo que en la presente tesis

se considerara una distribucion log ¢ de Student como modelo para esta variable.

Para estimar los parametros del modelo se considera el método de méxima verosimili-
tud que serd implementado usando métodos convencionales de optimizacion, tales como el
de Newton-Raphson, Scoring de Fisher o el algoritmo EM. Otra opciéon es usar el paquete
gamlss.cens de la libreria gamlss, el cual se menciona en Stasinopoulos et al. (2017) y tiene

funciones que facilitan la implementaciéon de este tipo de modelos.



1.2. Objetivos

El objetivo general de la tesis es estudiar las propiedades, estimar y aplicar a conjuntos
de datos reales un modelo de regresién robusta con censura intervalar desde el punto de vista

de la inferencia clésica. De manera especifica:

= Revisar la literatura acerca de los diferentes propuestas de modelos de regresién para

censura intervalar.

= Estudiar propiedades e implementar la estimacion del modelo de regresiéon con censura

intervalar desde la perspectiva clésica.

= Implementar métodos de inferencia clésica para este modelo como parte de la familia
de los modelos GAMLSS (Generalized Additive Models for Location, Scale and Shape).

= Realizar estudios de simulacion acerca de la regresion con censura intervalar conside-

rando computacién intensiva sobre diferentes escenarios.

= Aplicar el modelo a conjunto de datos reales.

1.3. Organizacién del Trabajo

En el Capitulo 2 se presenta conceptos y principales propiedades sobre las distribucion ¢
de Student y la distribucion log ¢ de Student.

En el Capitulo 3 se propone al modelo de regresién robusta con censura intervalar para el
analisis de regresion de la media de una variable con censura intervalar. Asimismo, se detalla
el método para la estimaciéon de los parametros del modelo desde la perspectiva frecuentista

de la estadistica.

Luego, en el capitulo 4, se presenta un estudio de simulacién para evaluar qué tanto impac-
tan los valores atipicos en una distribucién log ¢ usando una variable con censura intervalar
como variable respuesta. Esto se logrard mediante un analisis de sensibilidad comparando los

resultados de las estimaciones entre el modelo log t de Student y un modelo log Normal.

A continuacion, en el Capitulo 5 se procedera a desarrollar la aplicacién considerando el
modelo propuesto y tomando como variable respuesta el tiempo de demora por parte de los
proveedores en la entrega de suministros hacia las empresas en el Perti. Esta variable presenta

censura intervalar.

Finalmente, en el Capitulo 6 se discute algunas conclusiones obtenidas en este trabajo,

analizando la ventajas y desventajas de los métodos propuestos.



Capitulo 2

Distribuciones t y log t de Student

Este capitulo se dedica al estudio de la distribucién ¢ de Student en su especificacion
bésica, para luego analizar la distribuciéon log ¢t de Student. Cabe senalar que para cada
distribucién, se define su funciéon de densidad de probabilidad y sus principales propiedades

(esperanza y varianza).
2.1. Distribuciéon t de Student

La distribuciéon t de Student o distribucién ¢ define a una familia de distribuciones de
probabilidad continua. Tiene la ventaja de tener un amplio nimero de aplicaciones dentro de
la probabilidad, estadistica y matemaética, asi como diversos campos que subyacen dentro de
estos. Fue desarrollado por William S. Gosset en 1908 en su trabajo llamado 'The probable
error of a mean’ en Student (1908), publicado por él mismo bajo el pseud6nimo de Student. Es
una distribuciéon simétrica usada comunmente para modelar variables con colas mas pesadas
que la distribucién normal, lo cual hace que se pueda utilizar para modelar datos con valores
atipicos. Con los grados de libertad se pueden controlar la dispersién y la kurtosis de la
distribucion (ver Ahsanullah et al. (2014)).

Una de las primeras personas que propuso usar la distribucién ¢ para modelar relaciones
lineales entre variables fue Zellner (1976) ya que tradicionalmente, para desarrollar modelos
de regresion lineal, se asumian que los errores seguian una distribucién Normal. Sin embargo,
en situaciones de la vida real no siempre se cumple el supuesto de normalidad, observandose
usualmente colas pesadas. Es ahi donde la distribucién ¢ se presenta como una propuesta

atractiva a poder ayudarnos mejor a estimar los pardmetros del modelo.
2.1.1. Funcion de densidad de probabilidad

Una variable aleatoria Y sigue una distribucion ¢ de Student, denotada por Y ~ t(u, o, v),

si su funcién de densidad es dada por:

vl N2\
f(y;u,o,u)zrr((,z))\/;m <1+i<y0“> ) ,yeR (2.1)



donde 1 € R es un pardmetro de localizacién, ¢ > 0 un pardmetro de escala y v > 0 son los

grados de libertad, el cual controla la curtosis de la distribucion.

Como se puede observar en la figura 2.1, esta distribucion tiene una forma similar a
la distribucién normal; ambas tienen forma de acampanada y son simétricas. La diferencia
radica en que la distribucién t de Student tiene las colas més pesadas por lo cual consigue
modelar mejor la presencia de valores atipicos que una distribuciéon Normal cuando v <30.

Sin embargo, cuando v — 0o, la distribucién ¢ converge a una distribucién Normal.

< |
(=] ---- y=3
v=10
v=15
— N(0,1)
2 |
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o

Figura 2.1: Funcién de densidad de la distribuciéon ¢ para 4 = 0,0 = 1 y diferentes grados de libertad.

2.1.2. Propiedades

Segin Ahsanullah et al. (2014), la media y la variancia de una distribucién son expresadas

por
2
E(Y)=p cuandov>1; yVar(Y)= ~

cuando v > 2. (2.2)
Ij —_

Asimismo, la funcion de distribucion acumulada (cdf) ¢ puede ser escrita como:

v 1 1
F(y;p,0,v) = / flyspov)du =1~ 1, (y, ) , cuando y >0 (2.3)
. 27\ 272
-1
donde t = (141 (%)3 e It(.,.) es la funcion Beta incompleta regularizada, la cual se

define como:



B(t;a,b)

fi(a,b) = B(a, b)

(2.4)
donde B(t;a,b) = f(f u®1(1 — 1)’ 'du es la funcién de Beta incompleta. Cuando t = 1 la

funcién de Beta incompleta coincide con la funcién Beta.

Ademas, de acuerdo a Lange et al. (1989), si Z ~ N(u,0) y W ~ Gamma(s, §) son variables

aleatorias independientes, entonces:

Y=p+o (2.5)

A
Lty o,
\/E (1, 0,v)

2.2. Distribucioén log t de Student

Asi como la distribucion log-normal se define a partir de una distribuciéon normal, la
distribucion log t — Student (o simplemente distribucion log t), la cual fue introducida en
Hogg y Klugman (1983), es un modelo derivado a partir de la distribuciéon ¢-Student: si
log(y) ~ t(u,o,v), entonces y ~ Lt(u, o, v).

Una aplicaciéon donde se usa esta distribucion log ¢ de Student es en Vallejos y Steel
(2015) donde buscan modelos robustos a la presencia de valores atipicos para datos positivos
y analizan los modelos de mixturas de la distribucién log-normal. Por otro lado, en Barroso
et al. (2019) se analiza la relevancia en usar la distribucion log ¢ para modelar la distribucion
de ingresos, aplicandolo con datos de 25 paises europeos durante periodos antes, durante y
despues de la gran recesion del 2008. El autor comprueba la efectividad de usar el modelo log
t destacando su naturaleza bimodal y su capacidad de modelar valores cercanos al 0 con un

nimero reducido de parametros.
2.2.1. Funcion de densidad de probabilidad

La funcién de densidad de probabilidad de una variable aleatoria Y ~ Lt(u,o0,v) que

sigue una distribucion log t-Student, es dada de la siguiente manera:

27—
gly; p,0,v) = P(VIZ(Q;/F;;Q) \/7%; [1 + (log(jgy‘“)] >0 (2.6)

donde e* es la mediana, la media no existe y los pardmetros ¢ y v controlan la dispersién y
la asimetria de la distribucién: mientras mas grande es el valor de o, mas asimétrica serd la
distribuciéon. Por el contrario, mientras més grande sea el parametro v més simétrica sera la
distribucion (ver Barroso et al. (2019)).

Asimismo, como se puede observar en la la figura 2.2, la distribucién de la log t se asemeja
a la forma de una distribucion log Normal, donde el pardmetro v marca el grosor de las colas

de la distribucién: cuando el valor de v se hace mas pequeno, las colas se hacen mas pesadas.



- v=3
o | v=10
e v=15
— LogN(0,1)
w |
(]
< _|
(]
=
= e
o
o
o
g
o | T
(]
T T T T T T
0 1 2 3 4 5

Figura 2.2: Funcién de densidad de la distribucién log ¢ para p = 0,0 = 1 y diferentes grados de
libertad.

2.2.2. Propiedades
La funcién de distribuciéon acumulada de una distribucién log t es dada por:

Yy
G(y;p,o,v) =/ g(u; p, o, v)du (2.7)

—00

donde dicha funcién no puede ser expresada de una forma cerrada, aunque puede ser obte-
nida aplicando la funcion de distribucién acumulada en (2.3), con una variable aleatoria con

distribucién ¢ de Student y v grados de libertad.

G(y;p,o,v) = F (log (y) ; py o, v) - (2.8)

Finalmente, segun Barroso et al. (2019), la distribucion log t-Student cuenta con las siguientes

propiedades importantes:

1. A pesar que esta distribucién puede acumular una cantidad importante de probabilidad

alrededor del cero, su moda existe.
2. Cuando v — oo la distribucién log t-Student converge en una distribucion log Normal.

3. Cuando v =1 la distribucién log t-Student converge en una distribucion log Cauchy.

7



Asimismo, esta distribucion no tiene una funciéon generadora de momentos pero cuando v
es muy grande, la log t-Student tiende a una distribucién lognormal la cual tiene todos sus

momentos.



Capitulo 3

Modelos de regresiéon robusta con censura intervalar

En este capitulo se presentard un modelo de regresion para una variable respuesta que
presente censura intervalar. La estimaciéon de los pardmetros se realizaran por el método de
méxima, verosimilitud. Asimismo, en este capitulo revisaremos cémo se usan los residuales

quantilicos para la verificacién de supuestos en una regresiéon con censura intervalar.
3.1. Modelo con censura intervalar para la distribucién log t-Student.

El modelo probabilistico de la distribucién log ¢ con su funcién de densidad definida en
(2.6) permite una estructura adecuada para un anélisis de regresion robusta de la mediana

de una variable positiva con censura.

Consideremos Y; como variable respuesta de la i-esima observacion tal que su especificacion

es la siguiente:

Y ~ Lt(ui, o, v
. (“ZT ) (3.1)
Wi =xz; 3

donde de acuerdo a lo presentado en la seccion (2.2.1), e#i es la mediana de y;, 8 = [Bo, b1, - - - ,5k]T
con B € RE! y los otros parametros de la distribucion log ¢ de Student son: o el parametro de
escala de la distribucién y v el parametro de grados de libertad, los cuales a su vez controlan
la dispersion y la asimetria de la distribucion. Finalmente, @; = [1, 2, . .. ,a:ik]T son vectores

de las covariables por observacion.

Asimismo, la estimacion de los pardmetros 8 = [BT, o, 1/] se realizard usando el método

de méaxima verosimilitud.
3.2. Estimacion del Modelo bajo Maxima Verosimilitud

La funcién de verosimilitud que depende del vector de parametros desconocidos 6 en caso

de observar la variable respuesta Y; es dada por:



L(6) = Hg(yi;ﬂhav V) (3.2)
i=1

donde y; es el valor observado de la variable respuesta. Sin embargo, en el caso de censura
intervalar, cuando Y; no es observado y so6lo se conoce que Y; € [y1;,y2;] donde y1; < o,

entonces de acuerdo a Stasinopoulos et al. (2017), la funcion de verosimilitud es dada por:

L(0) =1, [G (y2i; pis 0, v) — G (Y145 i, 0, V)]

(3.3)
= H?:l [F (log(y2i)§ Hi, O, 1/) - F (log(yu); Wi, O, 1/)]

donde G es la funcién de distribucién acumulada de una log ¢t de Student y F' es la funcion

de distribuciéon acumulada de una ¢-Student dada en (2.8).

El estimador de méxima verosimilitud (EMV) de 6 es el valor de § que maximiza la funcion
de verosimilitud. Dado que la ecuacién en (3.3) no brinda una forma analitica para el EMV,
se implementara usando métodos convencionales de optimizacién numérica y el software de R
(R Core Team (2013)), o usando el paquete gamlss.cens (Stasinopoulos et al. (2018)) dentro

de la misma herramienta.

Los errores estandar seran calculados a partir de la raiz cuadrada de la diagonal de la
inversa de la matriz de informaciéon de Fisher observada, siendo esta evaluada en el estima-
dor de maxima verosimilitud (EMV). La estimacion de esta matriz sera hecha por métodos

numeEricos.
3.3. Residuales

Dentro de la literatura estadistica, un anélisis usual y recomendado para analizar la bon-
dad de ajuste del modelo en estudio y poder diagnosticar sus fortalezas y debilidades, es
examinar la distribuciéon que siguen los residuales cuantilicos estandarizados del modelo esco-
gido. La principal ventaja de estudiar los residuales es que cualquiera que sea la distribucién de
la variable respuesta, cuando el modelo escogido es el correcto deberiamos observar que siguen
una cierta distribucion. Este anélisis es usualmente representado en los graficos cuantil-cuantil
0 QQ Plot; en caso se vea que los residuos estandarizados siguan una linea recta, podemos

decir que el modelo presenta un ajuste adecuado.

Segun Stasinopoulos et al. (2017), en un modelo de regresion lineal simple los residuales
simples son definidos como la diferencia entre el valor observado y el valor estimado del modelo.
Por lo que, considerando que la distribucion g(y | 8) es estimada para las observaciones y;

para i = 1,..n, estos residuales &; son definidos como:

&=y — Ui (3.4)

El problema con los residuales simples es que son dificiles para generalizar a otras distri-
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buciones distintas a las normales; por lo que se usa los residuales estandarizados para evitar

estos problemas, los cuales para un modelo de regresion lineal simple son definidos como:

Yi — Ui
re — Jt 3.5
N (35)
donde h;; son los valores de la diagonal de la matriz sombrero H (o matriz de proyeccion)
H=X (XTX)_1 XT_ Por otro lado, los residuales cuantilicos 7; segin Dunn y Smyth (1997)

son definidos como:

Fi = @' (a) = (Gl | 9)) = (G (yisp, 0, v)) (3.6)

donde ®~1() es la funcion de distribucién acumulada (cdf) inversa de una distribucién normal
estandar. Si conocieramos la verdadera distribucion G(y; | é), al ser evaluada con la variable
respuesta observada deberia tener una distribucién uniforme (0,1). Luego, los autores consi-
deran evaluar esto en ®~1() para que los residuales sigan una distribucién normal estandar

(0,1), si el modelo estimado es adecuado.

Para el caso cuando y; sea una observacion con censura intervalar entre [y14, y2;], entonces

@; en (3.6) es definido como un valor aleatorio con distribucién uniforme en el intervalo

[u1i, uzs] = [G(yi | 8), G(yai | 0)).

Por lo tanto, para obtener los residuales cuantilicos estandarizados reales de la observaciéon
i-ésima con censura intervalar [y14, y2;] se selecciona aleatoriamente u; del intervalo [u1;, u;]
para luego transformarla en el residual cuantilico estandarizado 7; = o1 (1), donde 7; deberia

seguir aproximadamente una distribucién normal estandar.

Asimismo, segiin Stasinopoulos et al. (2017) para obtener los valores de los residuales
estandarizados estimados se puede usar la funcion resid() que se encuentra dentro del paquete
gamlss (ver Rigby y Stasinopoulos (2005)) en el software R, asi como otras funciones para
representar estos residuos de manera grafica, tales como la funcién plot() o wp() dentro del

mismo paquete.
3.4. Seleccidén de modelos

Para la comparacion de los modelos usaremos los criterios de informacion de Akaike (AIC,
por sus siglas en inglés) y el criterio de informacion bayesiano (BIC, por sus siglas en inglés),
donde el modelo a elegir serd quien tenga menor valor del criterio de informacion. Tanto
el AIC como el BIC premiam el ajuste del modelo a los datos e introducen un término de

penalizacién por el niimero de parametros del modelo.

El AIC es definido como:

AIC = 2p — 21n (L(é)) (3.7)
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donde L es la funcién verosimilitud del modelo, p es el nimero de parametros y 0 es el

estimador de maxima verosimilitud (EMV). Finalmente, el BIC es definido como:

BIC = In(n)p — 21n (L(é)) (3.8)

donde n es el numero de observaciones o tamafno de la muestra.
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Capitulo 4

Estudio de Simulaciéon

Este capitulo presenta un estudio de simulacién con el fin de evaluar si el modelo log t de
Student es méas robusto que el modelo Log-Normal en presencia de valores atipicos, para lo
cual crearemos valores atipicos artificiales perturbando los datos. A continuacion, ajustaremos
los datos de los distintos escenarios contaminados al modelo log Normal y al modelo log t.
Finalmente, se evaluara un estudio de sensibilidad en la estimacion de los coeficientes de la
regresion y en el criterio de informacion de Akaike (AIC) para la comparacion de los modelos

en los diferentes escenarios.
4.1. Consideraciones para la simulacién

Para el estudio de sensibilidad de los modelos Log ¢ y Log Normal en presencia de valores
atipicos, se tomoé en consideraciéon un dataset con Y; como variable respuesta de la i-esima

observacion tal que siga una distribuciéon Log Normal, considerando:
X;~N(1,0,5) dondei=1,...,n

pi = Bo + B1X; (4.1)

donde n = 70. Cabe resaltar que esta data no tiene presencia de valores atipicos ain. Para
transformar estos datos en unos datos con valores atipicos lo que haremos es definir un proceso

de contaminacion de esta informacion.
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(a) Relacion entre X e Y

Figura 4.1: Diagrama de dispersién e histograma de los datos simulados

Como podemos observar en la figura 4.1a, existe una relaciéon lineal representada con la
linea roja entre la covariable X y la variable dependiente Y simulada. Finalmente, la forma

logaritmica de esta variable dependiente Y es representada en la figura 4.1b, donde vemos su

histograma.

4.1.1. Creando la censura intervalar

Una vez simuladas la covariable y la variable respuesta, procedemos a realizar la censura
intervalar de la variable Y. Para esto vamos a crear 7 intervalos del mismo tamano que van
desde el [1,2) hasta el [8,9). En la la figura 4.2 se observa la censura que se ha creado para

los valores de la variable dependiente, donde los puntos representan a los valores simulados y

la linea vertical el intervalo:

Y censurada

(b) Histograma de Y

N

T \ T T T
0.0 05 1.0 15 2.0

Figura 4.2: Gréfico de Y con censura intervalar

14



Como podemos apreciar en la figura 4.2, la relacion lineal entre la variable Y simulada ahora
con la censura intervalar se mantiene, donde la mayoria de intervalos generados se concentran

entre los valores [1,4] siguiendo el histograma de la variable Y mostrada en la figura 4.1b.
4.1.2. Generacion de datos con presencia de outliers

Con el objetivo de poder comparar la robustez del modelo Log ¢ versus el modelo Log
Normal en presencia de valores outliers, procederemos a realizar un analisis de sensibilidad
en las estimaciones de los coeficientes de regresion y el efecto en los criterios de comparaciéon

de ambos modelos mediante el criterio de Akaike (AIC).

Para lograr ambos anélisis, una vez obtenida la simulacién de los datos ya con la censura
intervalar procedemos a crear 7 distintos escenarios contaminados con valores atipicos en
distintos niveles y reestimar ambos modelos. Cada uno de los escenarios contaminados se
obtuvo reemplazando 5 observaciones del dataset con 5 observaciones outliers (senalados
con las cajitas rojas), ddndose lugar de esta manera a la contaminacion de los datos. Cada

escenario de analisis tiene un nivel de contaminacidn superior al anterior.
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(f) Escenario 6: Con outliers

Figura 4.3: Distintos escenarios sin y con outliers




Como podemos observar en la figura 4.3, en el escenario 1 se consideran los datos sin
contaminar que fueron los mostrados luego de generar la censura intervalar en la figura 4.2.
Luego, en los escenarios 2 al 7 ya se genera la contaminacion de las observaciones simuladas
censuradas, donde se consideran las 5 observaciones con menor valor de la variable respuesta
censurada (senalados en las cajitas rojas) y se reemplazan por 5 observaciones contaminadas.
A medida que avanzamos en los escenarios, el nivel de contaminacion de estas 5 observaciones

se hace cada vez mas fuerte.
4.2. Resultados

Para cada uno de los conjuntos de datos de los 7 escenarios de anélisis descritos previamen-
te, se estimo el modelo log Normal y log ¢ de Student, estimandose por méxima verésimilitud
los pardmetros de ambos modelos. De los resultados del anélisis de sensibilidad entre los
modelos Log Normal y Log ¢t podemos notar claramente que conforme vamos introduciendo
distintos niveles de valores atipicos en cada escenario, los intervalos de confianza de los [y y
51 bajo el modelo Log Normal van haciendose cada vez mas grandes. Por otro lado, la esti-
macién de los 5 usando el modelo Log ¢ se mantiene estable conforme vamos introduciendo
los distintos niveles de escenarios contaminados con valores atipicos. Lo mismo ocurre para

los intervalos de confianza de los coeficientes By v 81 los cuales permanecen estables.

= =t N

5

1 2 3 a4 5 8 7 1 2 3 a4 5 8 7

Escenario Escenario

(a) Bo - Modelo log Normal (b) Bo - Modelo log t de Student

=14 SE}{%%EE

B1
05
I
—o—
e
——
——
——
—=—A
B1
05
I

00

Escenario Escenario

(¢) 81 - Modelo log Normal (d) 81 - Modelo log t de Student

Figura 4.4: Estimacion puntual e intervalo de confianza al 95 % para [y y 51 bajo modelos log Normal
y log t para los distintos escenarios contaminados
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Como se puede observar en la figura 4.4, existe un sesgo en la estimaciéon de [y y 81 por
el modelo Log Normal a medida que se van introduciendo los valores atipicos en los datos,
inclusive ocasionando que el verdadero valor de 8y y 81 no se encuentre dentro del intervalo
de confianza a media que la contaminacion se hace cada vez mas fuerte. Esto no ocurre en el
ajuste a los datos con censura intervalar bajo el modelo log ¢, lo cual demuestra su robustez

frente a la presencia de observaciones outliers.

En la figura 4.5 se presenta que cuando el nivel de contaminacién es nulo (sin valores
atipicos) o bajo, el AIC distingue correctamente que el modelo log Normal es mejor que el
modelo log ¢t. Sin embargo, a medida que la contaminacidn de los datos aumenta, vemos que
el AIC indica que el modelo el log t es un mejor modelo que el log Normal, lo cual era de

esperarse al ser mas robusto que el modelo log Normal.

240 260
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|
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Figura 4.5: AIC bajo el modelo log normal (linea roja) y log ¢ (linea azul)

18



Capitulo 5

Aplicacion

Dentro del ciclo de vida de los productos o servicios que ofrecen las empresas, es decir,
desde que se conciben hasta que se ponen a disposiciéon de los clientes finales en el momento
adecuado, la gestion y buena eleccién de proveedores es una pieza fundamental en lograr una
cadena de suministro eficaz y 6ptima dado que con ellos se inician el proceso de venta de
cualquier bien o servicio. Sin una correcta coordinaciéon con los proveedores, no solo se puede
perder el valor total o parcial del producto o servicio ofrecido debido a retrasos, sino también

el desprestigio de la marca y la valorizacién de la compania.

Dada la problemética descrita, para esta secciéon se ha considerado la informacién de la
Encuesta Nacional de Empresas hecha por el Instituto Nacional de Estadistica e Informética
(INEI) en el ano 2015 la cual brinda informacion de las empresas sobre caracteristicas de
organizacién, gestion de los productos e insumos, percepcién sobre las regulaciones guber-
namentales y de indicadores de productividad. Dicha encuesta se ejecutd a nivel nacional
y estudioé las actividades relacionadas a la mineria, manufactura, construccién, comercio y

servicios.
5.1. Base de datos

La poblacién objetivo esta conformada por todas aquellas empresas formales con sectores
relacionadas a la mineria, manufactura, construccién, comercio y servicios, localizadas en
el Perti y que en el afio 2014 tuvieron ventas iguales o mayores a 20 Unidades Impositivas
Tributarias (UIT). Esta definicion contiene a las grandes, medianas, pequenias y parte de
las micro empresas dado que el corte inferior es de 20 UIT. Finalmente, no fue del alcance
de la encuesta las empresas de actividades agricolas y pecuarias, administracién publica,
actividades de organizaciones y otras empresas peruanas fuera de Pert. Una vez definida esta
poblacién, se procedié con la elaboraciéon de la muestra, por lo que se considerd un muestreo
estratificado, unietapico e independiente a nivel de divisién de la Clasificacién Internacional

Industrial (CIIU). El tamano de la muestra fue de 19,204 empresas.

La informacién de la Encuesta Nacional de Empresas 2015 est4 compuesta por mas de
100 preguntas (ver ENSUSALUD (2015)), las cuales representan el set completo de variables

del dataset. Estas buscan conocer caracteristicas de las empresas dentro de su alcance en los
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siguientes temas:

= Identificacién y ubicacién de la empresa.

= Caracteristicas de la empresa.

= Recursos humanos.

= Practicas de gestion.

= Tecnologias de informacién y comunicaciones.

= Insumos complementarios.

= Financiamiento.

= Percepcion sobre regulaciones o clima de negocios.

= Principales productos, principales insumos.

= Ventas y gastos anuales.

Una vez extraida la informacion de la encuesta, se procedi6 a un procedimiento de limpieza
de los datos, por lo que nos quedamos con aquellas empresas que indican haber presentado

demoras en el tiempo de entrega durante el 2014 en més del un 5% del total de ordenes de

compras a proveedores nacionales.
5.2. Variables e indicadores

La variable respuesta del modelo sera el tiempo de retraso promedio de las 6rdenes de
compra o pedidos nacionales respecto al tiempo de entrega pactado, la cual se obtuvo a partir
de las respuestas a la pregunta 6 de la encuesta bajo estudio. Esta pregunta fue: ;Cudl fue el
tiempo de retraso promedio de las drdenes de compra o pedidos nacionales respecto al tiempo
de entrega pactado?. Donde las posibles respuestas a dicha pregunta fueron:

1. Menos de un dia

2. De un dia a 2 dias

3. De 2 dias a 7 dias

4. De 7 dias a 15 dias

5. De 15 dias a més

Por otro lado, luego de un proceso de selecciéon las covariables que se consideraron dentro

del modelamiento son:
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» x1: Principal modalidad que utilizo para realizar compras en la empresa (compra directa

al productor o compra a un distribuidor mayorista).

= x2: Porcentaje de las 6rdenes de compras o pedidos a proveedores nacionales que pre-

sentaron demoras en el tiempo de entrega
» x3: La empresa realizé o no importaciones a través de despacho anticipado.
= x4: La empresa realizdé o no sus compras por internet durante el 2014.

= x5: Porcentaje de trabajadores que utilizan equipos informaticos por lo menos una vez

por semana dentro de la empresa.

Finalmente, se presentan otras covariables que se probaron dentro del ajuste de los datos

al modelo pero que no fueron seleccionadas:

= x6: Porcentaje de las 6rdenes de compras o pedidos a proveedores nacionales presentaron

problemas de cantidad, especificaciones o danos durante el 2014.

= x7: Porcentaje que representan las compras por internet del total de las 6rdenas de

compras realizadas durante el 2014.

= x8: Porcentaje que representan las ventas por internet del total de las ¢érdenas de ventas

realizadas durante el 2014.

= x9: Namero de trabajadores capacitados en idiomas, gestiéon empresarial, salud ocu-
pacional, tecnologias de la informacién, habilidades socio-emocionales o técnicas de

marketing y estratégia de ventas.

= x10: Porcentaje aproximado de las importaciones que fueron realizadas a través del

despacho anticipado.

» x11: Utilizacion del internet (nimero de trabajadores que usan el servicio de internet

entre el total de trabajadores )

= x12: Tipo de registro utiliza para las 6rdenes de compra o pedidos que realizan (apuntes

en cuaderno, programas informaticos, software de gestion, otros)

5.3. Resultados

Con el objetivo de poder medir el desempeno del modelo log ¢t de Student en la regresiéon
robusta para el ajuste del tiempo de retraso promedio de las 6rdenes de compra de las empresas
en el Pert en 2014, la cual presenta una censura intervalar, también se consideré conveniente
compararlo contra el ajuste de los datos bajo el modelo log Normal. Para realizar el ajuste
a los datos de las regresiones de ambos modelos se tom6 la funcién de enlace identidad para
estimar u y una funcién de enlace logistica para estimar o. Los resultados de las regresiones

se presentan en el cuadro 5.1.
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Log Normal Log t Student

Parametro | Covariable | Estimado | Error Estandar | P Valor | Estimado | Error Estandar | P Valor
Intercepto 0.8246 0.1399 4.00e-09 0.8132 0.1399 6.59e-09

x1l 2 0.3396 0.1275 0.00775 0.3343 0.1274 0.00871

x1l 3 0.3632 0.1280 0.00456 0.3596 0.1279 0.00496

B x2 2.1496 0.1362 <2e-16 2.2477 0.1398 <2e-16
x3 2 -0.2189 0.0463 2.35e-06 -0.2261 0.0470 1.52e-06

x4 2 -0.0994 0.0309 0.00130 -0.1025 0.0313 0.00106

x5 0.0984 0.0343 0.00411 0.1047 0.0347 0.00257

N/A -0.1712 0.0115 <2e-16 -0.2789 0.0233 <2e-16

N/A N/A N/A N/A 2.0905 0.1865 <2e-16

Cuadro 5.1: Coeficientes estimados y errores estdndar para todos los pardmetros de los modelos de
regresion a la media log Normal y log t de Student

Se puede observar que existe una relacion positiva entre la mediana del tiempo de retraso
mediano de las 6rdenes y casi todas las covariables. Por ejemplo, podemos observar que
aquellas empresas que no hayan realizado compras de proveedores por internet o que no
hayan realizado importaciones por despacho anticipado, no les afecta tanto el posible retraso
de las 6rdenes. Es decir, que es més probable que ocurran retrasos en las entregas cuando las
empresas compran por internet. Asimismo, mientras mas se incremente el porcentaje de las
6rdenes de compras o pedidos a proveedores nacionales que presentan demoras en el tiempo de
entrega, es més probable que el tiempo de este retraso sea mayor. Finalmente, si la principal
modalidad que se utiliz6 para realizar compras es directamente al productor del insumo, se
incrementan las posibilidades de que tome un mayor tiempo de retraso en entregar la 6rden,

mientras que comprando a un distribuidor mayorista o minorista, ocurre todo lo contrario.

Asimismo podemos ver los resultados de los residuales cuantilicos estandarizados obtenidos

en el ajuste de los datos en la figura 5.1.
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(a) Q-Q plot del modelo Log Normal (b) Q-Q plot del modelo Log t

Figura 5.1: Grafico Q-Q Plot de la estimacién por el modelo Log t vs el modelo Log Normal

Como se aprecia en los gréaficos Q-Q plot de los residuales estandarizados, en el modelo
Log Normal hay un desajuste més pronunciado en las colas, demostrando la sensibilidad en

el ajuste de los datos del modelo log Normal en presencia de valores atipicos. Finalmente, en
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el cuadro 5.2 se compara ambos modelos mediante el criterio de informacion de Akaike (AIC)

y el criterio de informacion bayesiano (BIC).

Criterio Log t Log Normal
AIC 12,446.9 | 12,475.7
BIC 12,505.6 | 12,527.9
Devianza global | 12,428.9 | 12,459.7

Cuadro 5.2: Criterios de comparaciéon AIC, BIC y de Devianza global para los modelos de regresion
log ¢t de Student y log Normal para el ajuste de los datos con presencia de censura intervalar

Segun estos resultados, se puede notar claramente un mejor ajuste de los datos conside-
rados en la presente aplicacion para el modelo de regresion log ¢ en comparacion al ajuste

obtenido bajo el modelo Log Normal.
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Capitulo 6

Conclusiones

6.1. Conclusiones

Cuando estamos hablando de modelos robustos a valores atipicos la literatura nos sugiere
considerar distribuciones de probabilidad con colas més pesadas que la distribucién normal,
como lo puede ser la distribucion ¢ de Student ya que con sus parametros de escala y de grados
de libertad podemos controlar la dispersion de los datos del modelamiento; y finalmente lograr

un mejor ajuste del modelo que no se vea afectado por estos valores atipicos.

Sin embargo, para el caso de una variable respuesta que presenta una censura intervalar, el
presente es el primer trabajo que estudia si los valores atipicos en este tipo de datos también
influyen en el ajuste a los datos del modelo, y si finalmente modelar con distribuciones con
colas pesadas como el modelo ¢ de Student sigue siendo una mejor opcién para una adecuada

estimacion de los pardmetros del modelo.

Mediante el estudio de simulacién hemos demostrado que frente a datos que presentan
censura intervalar, el modelo log ¢ de Student también se sigue mostrando robusto frente
a la presencia de observaciones atipicas en comparacién con el modelo log Normal. Esto
qued6 evidenciado en el sesgo que presenta el modelo Log Normal en la estimacion de los
coeficientes de regresion a medida que se van introduciendo los valores atipicos en los datos,
inclusive ocasionando que el verdadero valor de estos coeficientes se salgan del intervalo de
confianza en cada uno de los escenarios contaminados. Por el contrario, con el modelo log ¢

de Student este sesgo no se presenta, por lo que este comportamiento no ocurre.

Finalmente, mediante la aplicaciéon del modelo para la estimacion de las demoras en Or-
denes de compras de los proveedores de las empresas en el Pert, se pudo corroborar que el
modelo log ¢ logra un mejor ajuste a estos datos y es mas robusto que usando el modelo log

Normal para variables con censura intervalar.
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