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Resumen

La elastografia abarca un grupo de técnicas no invasivas para la caracterizacion de
tejidos como complemento al diagnéstico médico de diversas patologias. Una de estas
técnicas es la elastografia por campo reverberante (R-SWE, por sus siglas en inglés), la
cual consiste en generar un campo reverberante en el tejido de interés mediante multiples
fuentes de vibracion asumiendo una distribucidn isotropica de ondas planas para facilitar
el célculo de la velocidad de onda de corte (SWS, por sus siglas en inglés). Su
factibilidad ha sido validada para la caracterizacién de mamas, higado, rifiones, misculo
y pie; sin embargo, el calculo de la SWS ha sido comprobado mientras se verifique la
uniformidad del campo. El modelo actual que valida la estimacion de la SWS se basa en
la umbralizacién del coeficiente de determinacién R?, el cual es producto del ajuste de
curva a la autocorrelacion de la velocidad de particulas, no obstante, este no analiza
propiamente el concepto de uniformidad.

En el presente trabajo, se presenta el estudio del fenémeno de uniformidad en un
campo reverberante, mediante la extraccion y anélisis de estimadores estadisticos usados
en campos reverberantes de ondas electromagnéticas con sus equivalencias en ondas
mecdnicas. Se propone un modelo identificacion de campos reverberantes uniformes
para la asistencia de la R-SWE, basado en clasificadores automadticos basados en
regresion logistica, andlisis discriminante lineal y maquinas de vector soporte (con kernel
lineal y gaussiano) con exactitudes de 0.713, 0.729, 0.732 y 0.817, respectivamente.
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Introduccion

La elastografia ha cobrado importancia en el 4mbito clinico como modalidad no invasiva para
la caracterizacién de tejidos y como complemento de diagndsticos médicos en higado [5], rifiones
[6], mamas [7], cancer de tiroides [8], prostata [9], muisculo [10] y pie [11]. Actualmente, existen
diversas técnicas que permiten la formacién de imadgenes elastograficas basadas en principios de
radiacién acustica, asi como, por excitacién externa, destacando estas dltimas por su mayor
penetracion en tejidos. Dentro de este grupo, una de las técnicas recientemente implementadas es
la elastografia por campo reverberante. Esta genera un campo reverberante mediante multiples
fuentes de vibracién y asume una distribucién uniforme de ondas planas transversales para el
calculo de velocidad de onda de corte y generar el mapa de elasticidad del tejido [12, 13]. Sin
embargo, las conjeturas matemadticas han sido validadas mientras se verifique la uniformidad del
campo. Por tanto, es de interés analizar la formacién del campo reverberante mediante pardmetros
estadisticos que validan la uniformidad del mismo. Anteriormente, se ha evaluado la uniformidad
en electromagnetismo, por lo que es posible encontrar equivalencias en ultrasonido, como por
ejemplo: desviacién estdndar global, valores promedio y densidades de probabilidad para generar
un modelo multivariable de discriminacién de uniformidad en campos reverberantes [14].

La presente tesis propone disefiar un clasificador de campos reverberantes uniformes que
sirva de asistencia en la elastografia por campo reverberante. Para ello, en el Capitulo 1 se explica
la problematica actual en las técnicas de elastografia actuales, asi como, las limitaciones del
modelo actual de discriminacién de uniformidad de reverberacion y la importancia de un modelo
multivariable de clasificacién. En el Capitulo 2, se expone las bases tedricas del campo
reverberante, asi como, criterios estadisticos de uniformidad empleados en el campos de
electromagnéticos y las similitudes con campos actsticos. En el Capitulo 3, se muestra la
experimentaciéon en simulaciones para modelos homogéneos y heterogéneos. Finalmente, el
Capitulo 4 expone los resultados obtenidos y la discusion del los modelos de uniformidad y su
efecto en las estimaciones de SWS.

Los resultados de la presente tesis han sido presentados en el 2021 IEEE IUS [15].



Capitulo 1

Elastografia por Campo Reverberante

Este capitulo expone conceptos generales de elastografia y las limitaciones de las técnicas
existentes de acuerdo con el estado del arte. Se propone realizar un analisis estadistico sobre
imdgenes elastogréficas junto con una método de aprendizaje de maquina como herramienta de
clasificacién de campos reverberantes para la elastografia por campo reverberante (R-SWE, por

su siglas en inglés).

1.1. Técnicas Elastograficas y Estado del Arte

La elastografia es un grupo de técnicas no invasivas que estiman la elasticidad y rigidez de un
tejido mediante la Ley de Hooke y el Mddulo de Young [16]. Sus aplicaciones médicas abarcan
un amplio rango desde la evaluacién de la salud vascular, diagnéstico de enfermedades crénicas
en el higado [5] y rifiones [6], la deteccién de tumores en mamas [7], y el cdncer de tiroides [8] y
prostata [9].

Las técnicas elastograficas se clasifican segin el tipo de informacién que brindan en

cualitativas y cuantitativas.

a) Elastografia Cualitativa
Este tipo de técnicas indican dnicamente si un tejido es rigido o no a través de la
representacion de la dureza relativa en una escala de colores. Por ejemplo, la elastografia
por compresion (Strain Elastography) transmite una vibraciéon sobre el tejido
comprimiéndolo para luego registrar la respuesta del mismo; no obstante, la correcta
formacion de la imagen es muy dependiente de la habilidad del operador del equipo y se
limita el procesamiento de imdgenes de 6rganos muy profundos [17]. Otra técnica

ampliamente utilizada es la de formacién por impulso de fuerza de radiacién acustica. La



idea es comprimir el tejido mediante un impulso actstico para medir el desplazamiento
tisular, sin embargo, su desventaja radica en no expresar de forma cuantitativa medidas de
elasticidad, ademads su tiempo de operacién estd limitado por el calor que genera en los
tejidos [6]. Un ejemplo adicional es en donde se aplica vibraciones armdnicas externas de
poca amplitud y frecuencia, por lo que tiene mayor penetracion en el tejido sin provocar
dafios en los dérganos estudiados. Pese a ello, solo es posible comparar relativamente la

suavidad de los tejidos y se pueden obtener falsos positivos en las zonas anecoicas [18].

b) Elastografia Cuantitativa

Los modelos cuantitativos calculan el médulo de elasticidad mediante la propagacién de

ondas corte, considerando la relacién proporcional entre la velocidad de estas y la rigidez

del tejido [19]. Por ejemplo, la elastografia transitoria comercializada como FibroScan™
cuenta con un dispositivo de vibracién externa y un ultrasonido que capta y registra la
velocidad de las ondas de corte (SWS, por sus siglas en inglés). Entre sus desventajas, la
medicién solo se representa mediante una imagen de modo-A (en una sola dimensién) y su
efectividad puede bajar por factores como la obesidad, el ancho del espacio intercostal o el
higado graso [20]. La elastografia por punto de corte utiliza un impulso actstico en
direccién normal y mejora ligeramente su rendimiento en pacientes con obesidad, pero no
es capaz de generar un mapa de elasticidades [21]. Frente a ello, se desarroll6 la 2D-Shear
Wave Elastography en la que se pueden analizar miltiples puntos o focos, constituyendo
un drea tisular [22]. A partir de esta, se propuso la técnica de imdgenes supersénicas que
usa un escédner supersénico que emite haces acudsticos de alta velocidad y que a su vez
genera ondas de corte, las imdgenes se representan en modo-B y pueden llegar a una tasa
de hasta 5 000 muestras por segundo, considerdndose un técnica en tiempo real [23]. Otra
técnica como la sonoelastografia por interferencia de patrones utiliza dos fuentes de
vibracién en lados opuestos y desfasadas entre si, produciendo una interferencia a baja
frecuencia visible mediante algoritmos de correlacién de sefiales, para luego calcular las
propiedades viscoeldsticas del tejido [9]. Finalmente, la vibro-elastografia usa el mismo
transductor como emisor y receptor de ondas, sin embargo, la vibracién en el mismo

equipo obliga tener mayores etapas para filtrar el ruido y las perturbaciones generadas [24].

Enla Tabla 1.1 se agrupan las técnicas mencionadas, segin el tipo de informacién que proveen,

la fuerza aplicada y sus aplicaciones clinicas.



Tabla 1.1: Resumen de técnicas elastograficas y aplicaciones clinicas. Adaptado de [3, 4].

L. . Fuerza Aplicacion ..l .
T T . Ref
écnica ipo Aplicada Clinica Condicion eferencia
Mamas In vivo [25]
Elastografia por o Fuerza Prostata,
., Cualitativa .. ., .
compresion mecénica pancreas, In vivo [26]
higado
M In vi 27
Impulso por fuerza Fuerza de ,a mas VIV [27]
. .. o .. Higado In vivo [28]
de radiacion Cualitativa radiacion —
L. L. Rifion, )
acustica acustica J In vivo [6]
higado
Mamas,
, . F higado, In vi 2
Sonoelastografia Cualitativa ueirz.a I%a © VIV [29]
mecanica rifion
Proéstata In vivo [30]
El fi . F , .
astogra .1a Cuantitativa ufirz.a Higado In vivo [20]
Transitoria mecanica
Invi
Misculo | oo 221131]
V1vOo
Imagen de Fuerza de I vivo in
elasticidad por Cuantitativa radiacion Mamas Vitrc; [32]
ondas de corte acustica Hsdls n vivo 33]
Préstata In vivo [34]
Fuerza de Muisculo In vivo [35]
Imagen de onda de r M. - 2
o Cuantitativa radiacion Higado, In vivo, ex
corte supersonica b, . [36]
acustica mamas Vivo
Sonoelastografia Prostata In vivo [9]
. . .. Fuerza -
por interferencia Cuantitativa e Higado, )
mecanica 2 Ex vivo [37]
de patrones prostata
Vibroelastografia | Cuantitativa ue}rz.a Mamas In vivo [38]
Mecanica
Elastografla. por A Fuerza Hl/gado, .
resonancia Cuantitativa Y prostata, In vivo [39]
L. mecanica
magnetica mamas
1.2. Importancia y Justificacion

Se ha demostrado que existe una relacion entre diferentes patologias y la rigidez de un tejido, el
propésito de la elastografia es obtener justamente esa rigidez. Ultimamente optindose por técnicas

cuantitativas por su objetividad en las estimaciones [40].



Uno de los métodos mas usados es la elastografia por ondas de corte mediante ultrasonido
(SWE, por sus siglas en inglés). Sin embargo, uno de los principales retos al emplear ultrasonidos
radica en lidiar con la reflexién de ondas en las fronteras de los 6rganos analizados y la
heterogeneidad del medio [12]. En algunos casos, es factible usar filtros direccionales para
eliminar algunas reflexiones, en el trabajo de Lipman et al. [41] se propone el uso de filtros cuatri
dimensionales (4-D) para mejorar la calidad de las imdgenes, pero sumando complejidad al
sistema y un alto costo computacional.

Para lidiar con estos inconvenientes, Parket et al. [12] presentaron la R-SWE un nuevo modelo
de elastografia basado en la generacién de campos reverberantes. Se propone, en lugar de filtrar
las ondas en diferentes direcciones, asumir una distribucién homogénea e isotrépica de ondas en
el medio. A manera de generar el campo reverberante mds rapido, Ormachea et al. [13] plantearon
una estrategia multi-frecuencial y comprueban la factibilidad de la técnica in vivo en mamas e
higado. Este estudio frecuencial se profundiza mediante imdgenes de dispersion, logrando obtener
mediciones en zonas profundas (hasta 16cm) [42]. Ademas, la técnica ha sido validada para medir
la elasticidad en corneas [43] ex vivo, y en musculos y pie in vivo [10, 11]. Sin embargo, las
conjeturas para el célculo de la SWS, ergo la elasticidad son correctas mientras se genere un
campo reverberante homogéneo o difuso.

Frente a ello, el estudio experimental de Flores et al. [44] propone umbralizar el coeficiente
de determinacién R? como tinico discriminador de existencia de campos reverberantes, producto
de un ajuste de curva de la autocorrelacién con funciones Bessel esféricas, el cual varia segin el
nimero de fuentes de vibracién. Por tal razon, se precisa de un modelo mds compacto de campo
reverberante de mayores atributos que examine propiamente la uniformidad de la reverberacion,
asi como, los estimadores estadisticos que describen este fendémeno.

El fenémeno de reverberacion es ampliamente estudiado en el electromagnetismo para la
evaluacién de equipos electrénicos frente campos electromagnéticos concentrados [45]. Por ello,
se han establecido criterios estadisticos y estdndares internacionales para evaluar la uniformidad
del campo en una cdmara de reverberacion como, por ejemplo: desviacion global, uniformidad de
energia y distribuciones de probabilidad [14, 46, 47]. En el trabajo de Wilson et al. [48], se
estudian y comprueban las similitudes entre la naturaleza de campos acusticos y
electromagnéticos. Por tanto, estos criterios pueden usarse en el modelo acuistico actual para
implementar un modelo multivariable de aprendizaje automatico para la clasificacién de campos

reverberantes uniformes.



1.3. Objetivos

1.3.1. Objetivo General

Proponer un modelo de clasificacién automatica de campos reverberantes homogéneos basado
en la extraccién y andlisis de pardmetros estadisticos de uniformidad de la velocidad de particulas

para la asistencia de R-SWE.

1.3.2. Objetivos Especificos

e Realizar simulaciones numéricas de campos reverberantes en medios homogéneos y

heterogéneos ideales en MATLAB®.

e Extraer pardmetros estadisticos de la imagen simulada basados en la uniformidad del campo

reverberante y analizarlos mediante estimadores estadisticos de significancia.

e Entrenar y comparar los modelos de aprendizaje supervisado de clasificaciéon de campos

reverberantes uniformes evaluando la dispersion de la SWS.



Capitulo 2

Campos Reverberantes: Teoria y

Aplicaciones

Este capitulo presenta las bases tedricas y fisicas de la elastografia por reverberacion, junto
con el modelo de ondas utilizado. Para luego, presentar los estimadores estadisticos en campos

reverberantes uniformes y el enfoque de aprendizaje automético planteado para clasificacién.

2.1. Principios de la Elastografia por Ondas de Corte (SWE)

La elastografia calcula la elasticidad como la capacidad del tejido de resistir a una fuerza de
deformacién y de volver a su estado inicial luego de que esta desaparezca [21]. Este fendmeno se

representa mediante la Ley de Hooke:

o=1T "¢, (2.1)

donde o es el esfuerzo o fuerza por unidad de drea en (Pa), ¢ una medida de deformacién
adimensional y I' el médulo de elasticidad (Pa), el cual segin el caricter de la deformacién puede
ser modulo de Young (E), médulo de corte o cizalladura (1) y médulo de compresibilidad (K).

Estos médulos no son independientes entre si y se relacionan mediante el ratio de Poisson (v).
E =2(v+1)u, (2.2)

en el caso de tejidos bioldgicos, al ser incompresibles el ratio de Poisson estd entre 0.49-0.5, por
lo que:

E =~ 3pu, (2.3)



En ultrasonido, la propagacién de ondas puede ser longitudinal y/o transversal. La SWE
aplica ondas transversales, es decir, la propagacion de la onda es perpendicular al movimiento de

particulas de la misma y la SWS se define como:

sws =, /Y (2.4)
)

cuyo rango tipicamente estd entre 1-10m/s [21]. Finalmente, empleando la Ecuacién 2.3 -2.4 se
obtiene:

E = 3p(SWS)?, (2.5)

por tanto, se demuestra la relacién entre la SWS y el médulo de elasticidad del medio.

2.2. Elastografia por Campo Reverberante (R-SWE)

En principio, un campo sonoro se define como el nivel de presion sonora en cada punto de un
espacio. Por un lado, en los campos directos se percibe las ondas de sonido directamente desde la
fuente sin efectos de reflexion. Por otro lado, en los campos reverberantes se presentan en zonas
alejadas de la fuente sonora y se forman por reflexiones de ondas, generando el fendmeno de
reverberacion. En caso la reverberacion sea lo suficientemente homogénea, se le podra considerar
como un campo difuso, en donde la contribucién de las ondas de la fuente emisora como de las
reflexiones serd la misma. Por tanto, un campo reverberante se puede definir como la superposicién
de ondas planas de una forma aleatoria. La teoria matematica ha sido descrita por Parker et al. [12],

la cual resume que la velocidad de las particulas es:

V(E L) =) Aguge Fatwet), (2.6)
gyl

donde, € es el vector posicion de la particula que puede ser descrito en coordenadas cilindricas

por facilidad (7, 0, (i), q un indice para representar la aleatoriedad del vector de propagacion de

onda 7, en el eje radial 7 y [ para describir la aleatoriedad del vector velocidad de particula 7. Al

tratarse de ondas transversales, entonces 7, - g = 0. La sumatoria en ¢ se realizara en un dngulo

s6lido de 47 y [ en un angulo de 27 correspondiente al disco formado por los vectores 9, gg, para

mayor detalle observar Figura 2.1.



Figura 2.1: Campo reverberante en un medio isotrépico formado por ondas de corte [1].

Para facilidad en los calculos posteriores de autocorrelacion de la Ecuacion 2.6, se proyecta la

velocidad a un eje z:
V.E1) =V(EL) =) ng vgeFhas==d), 2.7)
!

donde ny;, es la proyeccion de 7y sobre el eje z. De acuerdo con la Figura 2.1, es posible expresar
ng en funcion de o

fiqy = COS O qg + sin « é, (2.8)

asi mismo, empleando las transformaciones de coordenadas cartesianas a esféricas:

7 = sinf cos ¢ é; + sinfsin ¢ é, + cosl é., (2.9
b= —singé, +cosgéy, (2.10)
ézcos@cosgbéx—l—cosﬁsingbéy—sin9éz, (2.11)

y reemplazando 74, en la Ecuaciones 2.8, 2.10- 2.11 se obtiene:

Ngl, = Ng - €; = —sina sinf (2.12)

Posteriormente, se toma la la autocorrelacion espacial y temporal de la Ecuacién 2.7:

By, (A€, At) = E{V,(€, )V (e + Ae, t + At)}, (2.13)



resolviendo y simplificando la Ecuacién 2.13:

B, (A€, At) = E{Z nqlzvqlez‘(kﬁq-é—wot) % Znq/léUq/l/e—i(kﬁ;.(é—i—AE)—wo(t+At)}’ (2.14)
9l g\

Bu.v. (A& At) = E{) gy vge' @At 2ay (2.15)
!
con 7, en el eje radial y A€ con dos posibles direcciones: axial y lateral [43]. Por tanto, se define

g - A€ en dos casos posibles:

Ng - Ae, =7 - A€, = cost Ae,, (2.16)

Ng - A€y = 7 - A€, = sinf cos ¢ Ae, (2.17)

Como se menciond previamente, las ondas de corte se propagardn en todo el espacio (en un
angulo de 4 esterorradianes), mientras que la direccién de la velocidad de las particulas alrededor
del disco formado por ¢f (en un dngulo de 27 radianes). Por tanto, la Ecuacién 2.15 se expresa

bajo la integral triple [43, 44]:

9. ql-
4T 27 disco

v? 1 . M
By, (A, AL) = -2 # n2, e!Wott=kna-28) gy 4O, (2.18)
esfera
con da el diferencial del angulo del plano ¢80 y df2 el diferencial de la integral esférica.
Finalmente, reemplazando ny_ y 7, - A€ con las Ecuaciones 2.12, 2.16-2.17 y al resolver la

integral de la Ecuacion 2.18 se obtienen:

v A
By.v, (A€, At) = 7‘” giwolit [‘“ISA;)} , (2.19)
Val oA ji(kAe,)
szvz (Aﬁx, At) = 7(1 elwo t |:j0(k,’A€x) - ijej| y (220)

donde jy y 71 son funciones de Bessel esféricas de orden cero y uno respectivamente.

En el estudio de Flores et al. [44], se establece la autocorrelacion como discriminador de
campos reverberantes: un campo es homogéneo cuando las autocorrelaciones con direccién axial
y lateral tienen la forma de las Ecuaciones 2.19-2.20. Para ello, se emplea una regresién o ajuste
de curva (ver Figura 2.2). La bondad de este ajuste se mide por el coeficiente de determinacién R?

que indica la proporcion entre varianza del modelo ajustado y la varianza de todos los datos.
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Figura 2.2: Ajuste Bessel de las autocorrelaciones en eje axial y lateral paraun k = 1.

Ademas las autocorrelaciones permiten hallar el niimero de onda & y conociendo la frecuencia

f de la misma, se calcula la SWS con Ia relacion:

2
sws = 2.21)
k= i ;L Fa (2.22)

2.3. La Reverberacion en Campos Electromagnéticos y Acusticos

El fenémeno de reverberacion es ampliamente estudiado en el campo del electromagnetismo
para la evaluacion de equipos electrénicos [45]. Siendo asi, se han establecido criterios y
estimadores para la modelizacion de ondas en cdmaras reverberantes. Para un mayor
entendimiento, se explicardn los principios aplicados en electromagnetismo y sus equivalencias
en acustica [48, 49]. Primero, es necesario describir la propagacion de ondas en medios
homogéneos:

V20 — Zgz =0 (2.23)

donde ¥ puede describir ondas electromagnéticas F o actisticas P y c la velocidad de onda. La

resolucion de la Ecuacidn 2.23 se conoce como ecuacién de la onda. Un campo reverberante
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electromagnético se expresa discretamente como una sumatoria de ondas planas:
E(gt) =) E,etmatwol) (2.24)
q

Se puede observar la similitud con la Ecuacién 2.6, lo cual comprueba la equivalencia entre
el modelo de onda electromagnético y el acustico. Donde la naturaleza de la ecuacién de onda es
compleja (formada por un término Re e I'm independientes entre si).

Se considera un campo reverberante uniforme cuando se cumple los principios de isotropismo
y homogeneidad [50]. El isotropismo refiere a una composicién coherente de ondas planas de
todos los dngulos. La homogeneidad establece una conservacién de la energia del campo la cual
es proporcional al cuadrado del mismo, tanto para campos acusticos como electromagnéticos.

Matematicamente se pueden expresar:

(Re(Egy,)) = (Im(Egy,.)) =0, (2.25)

(Re(Byy2)?) = (Im(Eyy..)?) = 02, (2.26)

con o2 como la varianza de campo.

Ademds tedricamente, la parte real e imaginaria de cada componente del campo deberan seguir

una distribucion de probabilidad (fdp) normal centrada en 0 y con una desviacion estdndar o [51]:

1 —Re(F¢)?

55 2.27
\V2ro ( )

por tanto, la magnitud o norma del campo seguird una distribucién x de dos grados de libertad,

fdp(Re(Ez)) =

conocida como distribucién Rayleigh [14, 46]:.

—|Eg|?

Fe
paf(d) = 12l o5 28

y consecuentemente, la magnitud al cuadrado del campo, proporcional a la energia tendra una

distribucién y? de dos grados de libertad, conocida como distribucién exponencial [51]:

1 —lEel?
pdf (| Eel) = 553 ¢ (2.29)
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2.4. Modelo de Solucion para la Clasificacion de Campos

Reverberantes Uniformes para R-SWE

Previamente se ha demostrado que la forma de determinar la formacién de un campo
reverberante homogéneo consiste en analizar la similitud de su autocorrelacion con funciones
Bessel esféricas de orden cero o uno. Este es el tnico estimador analizado para la clasificacién de
campos reverberantes y es sensible al nimero de fuentes [44]. Empleando las propiedades
estadisticas de reverberacion electromagnética y acustica es posible generar un modelo
multivariable de clasificacion.

En general, un sistema de clasificacién automadtico consiste en la extraccién y entrenamiento de
datos. En este caso, se empleard un modelo de aprendizaje supervisado que contempla el siguiente

flujograma:

Figura 2.3: Enfoque de aprendizaje de méquina orientado al estudio de la uniformidad en la
reverberacion. Adaptado de [2].

2.4.1. Obtencion de Data

En principio, se requiere de simulaciones numéricas de campos reverberantes ideales en un
espacio 3D empleando el software MATLAB®. Se considera la ecuacién matemdtica de ondas
planas, generdndose el espacio 3D se proyecta en el eje y tomando el plano X Z. Se emplea el
método de ajuste de curva, pues presenta las mejores métricas en precision y exactitud en la
estimacion de SWS [44]. El etiquetado de data para discriminar un campo reverberante

homogéneo serd cuando la estimacién de la SWS tenga un error menor al 5 %, definido bajo la
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siguiente férmula:
|SWS; — SWS,|

SIS, -100 % (2.30)

% error =

donde SWS; y SWS, son las SWS ideal y estimada, respectivamente.

2.4.2. Extraccion de Caracteristicas
24.2.1. Criterio Estadistico Empirico

Un criterio empleado en campos reverberantes para ondas electromagnéticas, de acuerdo al
estidndar internacional del IEC [47], consiste en analizar la desviacion estdndar y el valor
promedio del campo electromagnético en las dimensiones x, y, z. Este concepto puede emplearse
en campos reverberantes acusticos, considerando las similitudes entre ambos [48]. Estos

estimadores estadisticos se definen como:

v;
Nm,y,z = Z]V ) (231)
R 2
Oz,y,z = Z(va #) , (2.32)

donde 11 y o son el valor medio y desviacion estandar del campo reverberante para cada eje.

2.4.2.2. Prueba Kolmogorov—Smirnov para Distribucion de Probabilidad

Tedricamente, en una cdmara reverberante con buen factor de calidad, se establece que la
parte real e imaginaria de un campo de ondas planas, asi como su magnitud deben seguir
distribucién probabilisticas normales y Rayleigh, respectivamente [51]; mientras que el campo
elevado al cuadrado, una distribucién exponencial. Se usard la prueba Kolmogorv-Smirov para
evaluar la bondad del ajuste, un método no paramétrico bastante rapido y conveniente cuando el
nimero de muestras es reducido, el cual trabaja con la funcién de probabilidad acumulada (FDA)

definida como:

FDA(z) = / fdp(t)dt, (2.33)

una vez obtenida se proviene a analizar la méxima diferencia entre el modelo teérico y el empirico
muestreado:

D,, = max|FDAi(x) — FDA.(x)|, (2.34)

donde F'DA; es la funcién de distribucién acumulada tedrica y F'D A, la funcidén empirica.



2.4.3. Analisis de Caracteristicas

En un andlisis estadistico multivariante, se consideran dos hipétesis mutuamente excluyentes.
Por un lado, la llamada hipétesis nula H, plantea que no existe relacidn alguna entre las variables
de entrada X (caracteristicas) con la variable de salida Y (decision). Por otro lado, la hipétesis
alternativa H; establece que si existe una relacion entre variables. Entonces, se pretende rechazar
H, analizando la significancia estadistica de X, para ello, existen pardmetros ya establecidos como
t-Student, ANOVA, p-values, etc. Por ejemplo, mientras mas pequefio sea el p-value menor la
probabilidad de azar en las predicciones, rechazando la hipétesis nula y demostrando la relacién

entre X e Y, para este caso la relacion entre criterios estadisticos y la uniformidad de campo.

2.4.4. Algoritmos de Aprendizaje de Maquina

Un problema de clasificacién consiste en generar una decisién cualitativa o categérica a
través del andlisis de sus atributos. La Regresion Logistica (LR, por sus siglas en inglés) se usa
para estimar la probabilidad que cierta instancia pertenezca a una clase, para ello, utiliza un
modelo lineal multivariable y una funcién sigmoidal en la toma de decisiones. Por otro lado, el
Andlisis Discriminante Lineal (LDA, por sus siglas en inglés) es una extensién del clasificador
probabilistico de Bayes, empleado en el reconocimiento de patrones que asume una distribuciéon
normal multivariable en los atributos. Finalmente, las Maquinas de Vectores de Soporte (SVM,
por sus siglas en inglés) tienen un elevado rendimiento y buscan maximizar el margen de

separacion entre dos clases mediante funciones de transformacion espacial (kernels) [2, 52].

2.4.5. Técnicas de Validacion de Resultados

Para reducir la variabilidad en las predicciones se suele usar la validacion cruzada. La “k-fold
cross validation” consiste en dividir la data aleatoriamente en k particiones del mismo tamafio.
Luego, cada particién se usa una vez como conjunto de validacién, con los otros k& — 1 grupos
restantes como conjunto de entrenamiento, el proceso se repite k veces. La ventaja de este método
es usar toda la data disponible tanto para entrenamiento como validacién. Si bien, usando un k
igual al nimero de muestras, llamado leave-one-out cross-validation se obtiene el menor sesgo,
el costo computacional es muy alto. Por tanto, en la practica se usa una validacion cruzada con
k = 10 que ofrece un balance entre sesgo y varianza [2].

Para la evaluacién del performance del modelo de clasificaciéon se emplean matrices de
confusion, de esta manera no solo se calcula la precisién del modelo, sino métricas como

sensibilidad, especificad, proporciones de falsos positivos y negativos, curvas ROC, etc.
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Capitulo 3

Experimentos en Simulaciones

Este capitulo describe las etapas para el disefio del clasificador. Se detallan las etapas de
generaciéon de simulaciones numéricas, extracciéon y andlisis de caracteristicas mediante
pardmetros estadisticos, y el entrenamiento del modelo mediante una LR, un LDA y una SVM

con un kernel lineal y uno gaussiano.

3.1. Creacion del Campo Reverberante

Se realizaron simulaciones numéricas de campos homogéneos en MATLAB® 2019b, a partir
de modelos de ondas planas ideales sin atenuaciones. Se define un espacio 3D de 10x10x10 cm?
a una resolucién de 0.2 mm. Considerando que usualmente los tejidos son expuestos a ondas de
corte con frecuencias entre 300-1000 Hz, obteniéndose SWS en el rango de 0-5 m/s [1] y
siguiendo como referencia el estudio experimental presentado por Flores et al. [44], se establecid
una frecuencia de operacién de 400 Hz y una SWS ideal (SW.S;) de 2.5m/s para el modelo
homogéneo. Se simul6 el campo reverberante mediante la sumatoria de ondas planas ideales con
una direccién y velocidad de particulas aleatoria, para este caso se emplearan 10 000 ondas.

Se trabaja unicamente con las velocidades proyectadas al eje Z obteniéndose un espacio 3D
representado en un arreglo complejo. En la Figura 3.1, se representa la proyeccién el plano X Z
para la posicién Y = 0 en el instante ¢ = 0, obteniéndose un plano 2D con una componente real

(Figura 3.1a) y otra imaginaria (Figura 3.1b).
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Figura 3.1: Proyeccién XZ (Y=0) de mapa de velocidad de particulas de un campo reverberante
simulado de una capa de 10 000 ondas. Componente real (a) e imaginaria (b).

3.2. Estimacion de la Velocidad de Onda de Corte (SWS)

3.2.1. Pre-procesado a la imagen

Como se mencioné en el Capitulo 2, se utilizé un ajuste de curva a la autocorrelacion, la cual
se realiz6 por ventanas a manera de generar un mapa de velocidades y no solo una velocidad
promedio. Segun los estudios hechos por Zvietcovich et al. [43] con respecto al tamafio de ventana
(kernel) este debe captar al menos una longitud de onda A del patrén de campo. Se considerd
un tamaiio de 2, es decir una ventana de 12.5x12.5 mm? equivalente a 63x63 pixeles segtin la
resolucién definida. Para evitar la pérdida de informacién en los bordes de la imagen, producto del
enventanamiento, se aplicé un rellenado simétrico de valores en el borde de la zona de interés, tal

como se muestra en la Figura 3.2. Luego, se aplicé la autocorrelacién bidimensional (ver Figura
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3.3a) y se seleccionaron las componentes reales de los vectores axial y lateral centrales (ver Figura

3.3b), ambos vectores se corrigieron mediante una funcién pulso triangular y se normalizaron.

Figura 3.2: Componente real del plano de campo luego de aplicar el rellenado simétrico o mirror
padding. Enmarcado en negro el plano original y en rojo el kernel empleado de 63x63 pixeles.

Figura 3.3: Parte real de la auto correlacién bidimensional del kernel de 63x63 pixeles y
representacion de los perfiles axial y lateral a evaluar: grafico 3D (a) y 2D (b).

3.2.2. Ajuste de curva

Se utiliz6 el toolbox de MATLAB® 2019b Curve Fitting™, el cual aplica una regresién no
lineal a los perfiles axiales y laterales preprocesados que estiman el nimero de onda k para ambos
ejes. Para facilitar este procesamiento, se define que el valor de k& debe ser mayor o igual 500 rad/m,

correspondiente a una SWS méxima de 5 m/s, de igual forma se excluyen los puntos lejanos al
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centro de la curva, es decir, tomdndose Unicamente los puntos pertenecientes a la campana central:

tipicamente entre -4mm a 4mm, como se muestra en la Figura 3.4.

Figura 3.4: Método de Ajuste de Curva de MATLAB® para los perfiles axial y lateral, acotados en
la campana central.

3.2.3. Analisis y etiquetado de las estimaciones de SWS

Puesto que el método de ajuste de curva de MATLAB® escoge como mejor curva aquella
que tenga menor error cuadrtico medio, se deduce que aquellas estimaciones de SWS con un
alto porcentaje de error relativo corresponderan con zonas de campo en las que no se cumpla una
uniformidad de la reverberacion, ergo los valores de su autocorrelacién no describirdn funciones
esféricas de Bessel. Se define el umbral de decisién del 5 % para el error relativo de estimacion,
el cual indicara las zonas en las que se ha generado un campo reverberante lo suficientemente
uniforme y las zonas en que no. En la Figura 3.5, se presenta el mapa SWS reconstruido luego
del ajuste de curva (Figura 3.5a) y su binarizacion considerando un error mdximo del 5 % (Figura

3.5b) respecto a su valor ideal (SW'S; = 2,5m/s).
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Figura 3.5: Mapa de SWS obtenido mediante el ajuste de curva para el modelo simulado (a).
Binarizado del mapa de SWS generado segtin el umbral de error relativo del 5 % respecto a la
SWS ideal 2.5m/s (b).

3.3. Extraccion de Estimadores Estadisticos

3.3.1. Estimadores Empiricos

Se extrajeron medidas estadisticas de desviacién estdndar y valor promedio de cada seccién
de la imagen. Para analizar el isotropismo se obtuvieron estas medidas estadisticas en las
componentes real e imaginaria del campo y, para analizar la homogeneidad, se trabaj6é con la
magnitud y magnitud elevado al cuadrado de campo. En la Figura 3.6, se presentan los
estimadores estadisticos de promedio y desviacién estdndar mencionados. La desviacién estdndar

tedrica o se calculd mediante el valor promedio del plano magnitud.
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Figura 3.6: Extraccion de atributos estadisticos de (a) valor promedio y (b) desviacion estdndar
de la componente real, (c) valor promedio y (d) desviacién estandar de la componente imaginaria,
(e) valor promedio y (f) desviacién estdndar de la magnitud de campo, y (g) valor promedio y (h)
desviacién estandar de la magnitud del campo elevada al cuadrado.
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3.3.2. Distribucion Probabilistica de Campo

Como se explicé en el Capitulo 2, los planos real e imaginario de la imagen de campo siguen
una distribucién normal mientras que el plano magnitud, una distribucién Rayleigh. La funcién
kstest de MATLAB® realiza directamente la prueba Kolmorov-Smirnov (K-S), para ello, compara
la FDA de la seccién con el modelo teérico, ambas con el mismo valor de varianza o2.

En la Figura 3.7 , se presentan las gréficas de las FDA para la componente del plano real de
campo, seglin el modelo tedrico, se describe un modelo Gaussiano. La funcion kstest cuantifica la

maxima diferencia entre la funcién empirica y tedrica. Esta operacion se realiza por cada ventana

de campo para generar un mapa K-S de toda la imagen.

Figura 3.7: FDA de la componente real de campo tedrica y experimental. También se representa el
valor delta o diferencia entre ambas.

En la Figura 3.8, se exhiben los mapas K-S reconstruidos para los planos de componente real

(Figura 3.8a), componente imaginaria (Figura 3.8b) y magnitud de campo (Figura 3.8c).
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Figura 3.8: Prueba Kolmorov-Smirnov para modelo Normal de la (a) componente real y (b)
componente imaginaria de campo y (c) para el modelo Rayleigh de la magnitud de campo.

3.4. Creacion y Descripcion del Dataset

La creacién del dataset consiste en utilizar los mapas generados con los estimadores
estadisticos, normalizarlos de 0-1 y convertirlos en vectores. Para reducir el tamaiio de la data y
agilizar el procesamiento, se redujo la resolucién de las imdgenes con los atributos y la imagen
con el mapa SWS a la mitad, originalmente siendo de 501x501 pixeles a 251x251 pixeles. Por
tanto, el dataset estd compuesto de 63 001 datos y 11 atributos. En la Figura 3.9 se genera un

grafico del histograma de clases, etiquetando como ’1’ la clase uniforme y como ’0’ la no
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uniforme, a fin de analizar la proporcién entre clases de la data. Se observa que alrededor del

70 % del campo simulado se considera uniforme.

Figura 3.9: Histograma de clases del dataset del campo homogéneo con un criterio de binarizacién
del 5 % de error de estimacion.

3.5. Entrenamiento de los Modelos

Los cuatro modelos de aprendizaje supervisado LR, LDA, SVM con un kernel lineal (LSVM)
y uno gaussiano (GSVM) se implementaron en una computadora con un procesador Intel Core
17-7700 @ 3.6GHz (8 CPUs) con una memoria RAM de 16GB y una GPU NVIDIA GeForce 730
de 2GB. Se entrenaron en MATLAB® con ayuda de la herramienta Classification Learner,
considerando una validacién cruzada con un k& = 10. Se realiza el andlisis de significancia
estadistica mediante del valor de probabilidad (p-value), el cual debe ser menor al 5 % para poder

rechazar la hipétesis nula y aceptar los atributos mds significativos en un modelo de decision.

3.6. Validacion de Uniformidad en la Reverberacion

Se trabajé con una data de prueba compuesta de un nuevo campo homogéneo con una
velocidad SWS; = 2,5 m/s (ver Figura 3.10a) y un campo heterogéneo doble capa con
velocidades SWS;; = 4,5 m/s 'y SWS;2 = 3 m/s para la parte superior e inferior,

respectivamente (ver Figura 3.10b).
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Figura 3.10: Componente real del plano de velocidad de particulas para el campo reverberante
homogéneo (a) y heterogéneo doble capa (b).

Luego de generar los mapas de SWS por ajuste de curva (ver Figura 3.11), se procedi6 a
analizar la distribucion de los valores SWS estimados (valor promedio y desviacién estdndar).
Finalmente, se analiza la nueva distribucion de valores SWS usando los médulos de validacion de
uniformidad entrenados y compararlos con el referente actual basado en el coeficiente de
determinacién R?. Los médulos detectardn las zonas no uniformes de campo para su posterior
enmascaramiento y descarte. La Figura 3.12 detalla el diagrama de bloques del modelo actual y

del modelo propuesto.
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Figura 3.11: Mapas de SWS generados por el métod de ajuste de curva para el campo reverberante
homogéneo (a) y heterogéneo doble capa (b).

Figura 3.12: Diagrama de bloques de estimacion de la SWS sin emplear el mdédulo de validacién
de uniformidad, con el referente actual y con el método propuesto.
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Capitulo 4

Resultados y Discusion

En el presente capitulo, se presentan los resultados con las imdgenes simuladas de campo
homogéneo y heterogéneo. Se analiza la significancia estadistica de los atributos extraidos en el
modelo de clasificacién y su efecto en las velocidades con alto error de estimacién. Asi mismo, se
muestran las métricas de los algoritmos de aprendizaje de maquina entrenados y su rendimiento
en la deteccion de uniformidad en un campo homogéneo y heterogéneo de prueba. Por dltimo, se

discuten los resultados obtenidos.

4.1. Resultados

4.1.1. Resultados con la data de entrenamiento
4.1.1.1. Significancia estadistica de los atributos

Se analizé la significancia estadistica en el modelo de decisién analizando el valor de
probabilidad de las mismas. Para este estudio, se considera un valor de probabilidad menor al

5 %. En la Tabla 4.1 se detalla el resumen de los resultados obtenidos.
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Tabla 4.1: Resultados de significancia estadistica de los atributos mediante su valor de
probabilidad.

Valor de
Atributos probabilidad
(p)

ks_re_Normal(*) 2.04e-95
ks_im_Normal 0.1844
ks_Rayleigh(*) 0.01419
std_plano_re(*) 3.03e-59
std_plano_im(*) 0.02872
std_plano_mag 0.3425
std_teorico(*) 4.26e-27
mean_plano_re(¥) 6.13e-42
mean_plano_im(*¥) 1.05e-56
mean_plano_mag 0.1659
mean_plano_re2(*) 3.09e-12
En (*) p<0.05

Se observa que ocho de once atributos contribuyen en el modelo de decisién a excepcion de la
prueba Kolmorov-Smirnov (K-S) para el plano imaginario (ks_im_Normal), la desviacién estandar
del plano magnitud de campo (std_plano_mag) y el valor promedio del plano magnitud de campo
(mean_plano_mag).

Posteriormente, se analiz6 la distribucién de los atributos restantes para cada clase
correspondiente: uniforme y no uniforme, como se presenta en la Figura 4.1. Se aprecia una
mayor concentracion de data uniforme cuando el resultado de la prueba K-S del plano real de
campo (ks_re_normal) es menor a 0.3 (Figura 4.1a), asi como, cuando el valor promedio del plano

real de campo (mean_plano_re) se encuentra entre 0.4-0.6 (Figura 4.1b).
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Figura 4.1: Dispersién de los atributos normalizados mds significativos por cada clase de la
data, en este caso para campos uniformes y no uniformes (a) ks_re_Normal, (b) ks_Rayleigh,
(c) std_plano_re, (d) std_plano_im, (e) std_teorico, (f) mean_plano_re, (g) mean_plano_im y (h)
mean_plano_re2.

4.1.1.2. Analisis de atributos respecto al error de estimacion

Se procedi6 a comparar las caracteristicas de uniformidad del campo homogéneo con respecto
al error relativo de estimacion de la SWS. Analizando la Figura 4.2, se observa una concentracion
velocidades con un error menor al 10 % cuando el promedio del plano real (mean_plano_re) esta

en un rango de 0.4-0.6 y la prueba K-S (ks_plano_re) es menor a 0.5. Ademads, cuando los valores
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de desviacion tedrica y desviacion muestreada del plano real son bastante distintos entre si el error

crece (ver Figura 4.3).

Figura 4.2: Dispersion del error relativo de estimacion en funcién de los atributos ks_plano_re y
mean_plano_re normalizados.

Figura 4.3: Dispersion del error relativo de estimacién en funcién de los atributos std_teorico y
std_plano_re normalizados.
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4.1.1.3. Evaluacion del performance de los modelos de aprendizaje

Se analiz6 el performance de los modelos de LR, LDA, LSVM y GSVM mediante matrices
de confusidén segin las clases existentes: campos uniformes y no uniformes para los modelos LR

(Figura 4.4a), LDA (Figura 4.4b), LSVM (Figura 4.4c) y GSVM (Figura 4.4d).

Figura 4.4: Matrices de confusién normalizadas para los modelos de Regresiéon Logistica (a),
Andlisis de Discriminante Lineal (b) y Maquina de Vectores de Soporte con un kernel lineal (c) y
uno gaussiano (d).

Obtenidas la matriz de confusion presentadas en la Figura 4.4, se realiza un resumen de las
métricas de los modelos, considerando como clase positiva al campo uniforme. En la Tabla 4.2,
se detallan las métricas evaluadas para cada tipo de algoritmo. Se observa que todos los modelos

superan el 70 % en exactitud total.
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Tabla 4.2: Comparacién de métricas de los modelos entrenados.

Tipo de Modelo Exactitud | Sensibilidad | Precision Valor-F AUC
Regresion
Logistica (LR) 0.713 0.843 0.759 0.799 0.695
Analisis de
Discriminante 0.729 0.925 0.739 0.822 0.695
Lineal (LDA)
SVM Lineal 0.732 0.836 0.759 0.796 0.687
SVM Gaussiano 0.817 0.899 0.840 0.868 0.860

Asi mismo, la Figura 4.5 representa la curva ROC para los modelos entrenados, notdndose un

rendimiento similar entre los modelos lineales y uno superior de la SVM con kernel gaussiano.
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Figura 4.5: Grafico de curva ROC de los cuatro algoritmos entrenados y con la linea de
discriminacién, ademads se calcula el drea bajo la curva (AUC).

4.1.1.4. Deteccion de uniformidad de campo

Se comparan los mapas de calidad de campo reverberante generados bajo los distintos

modelos. En la Figura 4.6a, se presenta el mapa del coeficiente de determinacién R? (referente

actual de la técnica R-SWE), asi mismo, se muestran los mapas de probabilidad de uniformidad

de los modelos entrenados de LR (Figura 4.6b), LDA (Figura 4.6c), LSVM (Figura 4.6d) y

GSVM (Figura 4.6e), y finalmente el mapa de SWS estimado (Figura 4.6f).
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Figura 4.6: Mapa del R? (a), mapas de probabilidad generados por los clasificadores (b) LR, (c)
LDA, (d) LSVM, (e) GSVM y mapa de SWS estimado ().

Para el presente trabajo, se consideré una probabilidad mayor al 50 % para considerar una
clase como positiva (uniforme). Por otro lado, segin Flores et al. [44] para el modelo actual de
10000 ondas ideales el R? deberd superar el 99 %.

Posteriormente, se aplicé una mdscara a las zonas identificadas como no uniformes bajo los
modelos de R? (Figura 4.7a), LR (Figura 4.7b), LDA (Figura 4.7c), LSVM (Figura 4.7d), GSVM
(Figura 4.7e) del mapa de SWS original (Figura 4.7f). Se observa que la umbralizacién del
pardmetro R? como estimador de calidad de campo falla en la identificacién de zonas no
uniformes, en comparacion con los modelos de aprendizaje que detectan mayor cantidad de las

mismas.
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Figura 4.7: Mapas de SWS enmascarados de acuerdo a la identificacién de zonas no uniformes
bajo la umbralizacién del R? al 99 % (a), los modelos de aprendizaje de maquina (b) LR, (c) LDA,
(d) LSVM, (e) GSVM y mapa de SWS estimado original (f). Se observa un sobre-entrenamiento
producto de la SVM Gaussiana.

Descartar las zonas en las que no se logré una suficiente reverberacion, reducird la variabilidad
en las estimaciones de la SWS, por lo que se analiza la dispersion de la SWS mediante un diagrama

violin (Figura 4.8a) y un diagrama de cajas (Figura 4.8b).
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Figura 4.8: Dispersién del mapa SWS original y luego de usar los métodos de deteccién de
uniformidad: diagrama violin (a) y diagrama de cajas (b).

En la Figura 4.8, se observa un valor promedio relativamente estable para los distintos modelos
de deteccidn de uniformidad, pero consiguiendo reducir la desviacion estandar en las predicciones.

La informacion se sintetiza en la Tabla 4.3.

Tabla 4.3: Resultados de la SWS y desviacion estdndar en la imagen original y con los modelos de
deteccién de uniformidad.

SWS Data , | Resresion SVM SVM
. R Logistica LDA . .
[m/s] original Lineal Gaussiano
(LR)

1 2.4632 2.4436 2.4481 2.4503 2.428 2.3891

o 0.3234 0.2978 0.2749 0.2763 0.2657 0.2241
w+o 2.7866 2.7414 2.723 2.7266 2.6937 2.6132
h—0 2.1398 2.1458 2.1732 2.1740 2.1623 2.1650

Los modelos entrenados logran mantener un valor promedio de velocidad cercano al ideal
(SWS; = 2,5m/s) y reducir la desviacion estandar de las estimaciones en mayor cantidad que
la umbralizacién del R? identificando los valores atipicos de SWS producidos por fallas en la

reverberacién del campo.

4.1.2. Resultados con la data de prueba

Puesto a que se us6 una validacién cruzada que consiste en usar toda la data disponible para
el entrenamiento, se procedié a analizar el comportamiento de los modelos de clasificacién de

uniformidad en un campo homogéneo y uno heterogéneo distintos.
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4.1.2.1. Deteccion de uniformidad en campo homogéneo

Similarmente al procedimiento anterior, se examina la calidad del campo homogéneo de
prueba, mediante el mapa del R? (4.9a), los mapas de probabilidad de uniformidad generados por
los modelos LR (Figura 4.9b), LDA (Figura 4.9¢), LSVM (Figura 4.9d) y GSVM (Figura 4.9¢), y
finalmente el mapa de SWS estimado (Figura 4.9f).

Figura 4.9: Mapa del R? (a), mapas de probabilidad generados por los clasificadores (b) LR, (c)
LDA, (d) LSVM, (e) GSVM y mapa de SWS estimado (f) para el nuevo campo homogéneo de
prueba.
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Los algoritmos predicen y enmascaran las zonas no uniformes que coinciden con aquellas
donde se estim6 una SWS con un alto error. En la Figura 4.10, se presentan las zonas enmascaradas
como no uniformes bajo los modelos del R? (Figura 4.10a), LR (Figura 4.10b), LDA (Figura
4.10c), LSVM (Figura 4.10d), GSVM (Figura 4.10e) del mapa de SWS original (Figura 4.10f).

Figura 4.10: Mapas de SWS enmascarados de acuerdo a la identificacién de zonas no uniformes
bajo la umbralizacién del R? al 99 % (a), los modelos de aprendizaje de mdquina (b) LR, (c) LDA,
(d) LSVM, (e) GSVM y mapa de SWS estimado original (f) para el campo homogéneo de prueba.
Los modelos lineales logran identificar aquellas zonas no uniformes.

Se analiz6 la dispersiéon de SWS estimada mediante un diagrama de violin (Figura 4.11a) y
un diagrama de cajas (Figura 4.11b) luego de detectar y descartar las zonas no uniformes. Los

resultados se agrupan en la Tabla 4.4.
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Figura 4.11: Dispersion del mapa SWS original y luego de usar los métodos de deteccién de
uniformidad del campo homogéneo de prueba: diagrama violin (a) y diagrama de cajas (b).

Tabla 4.4: Resultados de la SWS y desviacion estandar en la imagen original y con los modelos de
deteccién de uniformidad para el campo homogéneo de prueba.

SWS Data , pcgresion SVM SVM
. R Logistica LDA . .
[m/s] original Lineal Gaussiano
(LR)

" 2.4534 24318 2.4288 2.4304 2.4551 24711

o 0.333 0.3033 0.2691 0.2697 0.282 0.3088
w+o 2.7864 2.7351 2.6979 2.7001 2.7371 2.7799
u—o 2.1204 2.1285 2.1597 2.1607 2.1731 2.1623

De acuerdo con la Figura 4.11 y la Tabla 4.4, se observa que para este caso uso del R?
disminuye el valor promedio y por tanto la exactitud de la técnica, en comparacién con los
modelos propuestos que mantienen un valor promedio de velocidad ademds de reducir la

desviacion estandar de las estimaciones en mayor medida.

4.1.2.2. Deteccion de uniformidad en campo heterogéneo

Se verificé la calidad del campo heterogéneo doble capa de 4.5 m/s (mitad superior) y 3 m/s
(mitad inferior). En la Figura 4.12, se detalla el mapa del R? (4.12a), los mapas de probabilidad de
uniformidad generados por los modelos LR (Figura 4.12b), LDA (Figura 4.12c), LSVM (Figura
4.12d) y GSVM (Figura 4.12e), y finalmente el mapa de SWS estimado (Figura 4.12f).

38



Figura 4.12: Mapa del R? (a), mapas de probabilidad generados por los clasificadores (b) LR, (c)
LDA, (d) LSVM, (e) GSVM y mapa de SWS estimado (f) para el campo heterogéneo doble capa
de prueba.

En la Figura 4.12, se puede notar que el R? es bastante constante y cercano al 100 % en la parte
inferior de la imagen (lo que indica un campo uniforme). Sin embargo, se comprueba lo contrario

examinando el mapa de SWS y las zonas con SWS mal estimadas.
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Figura 4.13: Mapas de SWS enmascarados de acuerdo a la identificacién de zonas no uniformes
bajo la umbralizacién del R? (a), los modelos de aprendizaje de maquina (b) LR, (c) LDA, (d)
LSVM, (e) GSVM y mapa de SWS estimado original (f) para el campo heterogéneo de prueba.

Como se observa en la Figura 4.13, el R? identifica algunas zonas no uniformes en la parte
superior de la imagen, mas no en la zona inferior. Por otro lado, los mapas de probabilidad de los
algoritmos identifican la no homogeneidad en ambas zonas. Finalmente, analizando la dispersion
de la SWS del plano superior con el diagrama de violin (Figura 4.14a) y de cajas (Figura 4.14b)
se observa un rendimiento similar entre todos los modelos de deteccién de zonas no uniformes.
En el diagrama de violin (Figura 4.14c) y de cajas (Figura 4.14d) del plano inferior de campo, se
observa una reduccion de los valores de SWS superiores a 3.5 m/s, para mayor detalle analizar la

Tabla 4.5.
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Figura 4.14: Dispersion del mapa SWS original y luego de usar los métodos de deteccion de
uniformidad: (a) diagrama de violin y (b) diagrama de cajas del plano superior, (c) diagrama de
violin y (d) diagrama de cajas del plano inferior.

Tabla 4.5: Resultados de la SWS y desviacion estandar en la imagen original y con los modelos de
deteccion de uniformidad para el campo heterogéneo doble capa.

SWS Data , | Resresion SVM SVM
. . R Logistica LDA . )
[m/s] original Lineal Gaussiano
(LR)
7 4.3321 4.2886 4.2642 4.2645 4.2834 4.2664
o 0.6322 0.5944 0.5971 0.5954 0.5944 0.6125
w+o 4.9643 4.883 4.8613 4.8599 4.8778 4.8789
w—0c 3.6999 3.6942 3.6671 3.6691 3.689 3.6539
7 2.8910 2.8903 2.8369 2.8383 2.8468 2.8668
o 0.2451 0.2368 0.2199 0.2201 0.2213 0.2378
w+o 3.1361 3.1271 3.0568 3.0584 3.0681 3.1046
w—0c 2.6459 2.6535 2.617 2.6182 2.6255 2.629
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4.2. Discusion

4.2.1. Significancia estadistica de los atributos

Mediante el andlisis del valor de probabilidad de los atributos y empleando el criterio del
5 %, se descarta la hipdtesis nula. Por tanto, se comprueba la significancia de los atributos en la
deteccién de uniformidad de campos reverberantes. Aquellas zonas en las cuales no se cumplan
los principios de uniformidad conllevardn a estimaciones de SWS con un alto error relativo, las
que desfavoreceran el uso de la R-SWE como técnica de evaluacion de elasticidad de tejidos.

Los atributos propuestos permiten cuantificar la uniformidad de una seccién de campo
empleando las propiedades estadisticas de un campo reverberante uniforme de ondas planas. En
particular, se observa la relacién del valor promedio de campo y la prueba K-S del plano real de
campo respecto al error relativo de estimacién. En la Figura 4.2, se muestra que la gran mayoria
de data con un error menor al 10 % se concentra cuando el valor promedio normalizado del plano
real de campo se encuentra entre 0.4-0.6 y la prueba K-S normalizada del plano real es menor a
0.5. Por otro lado, analizando la dispersion de la Figura 4.3 se aprecia una mayor concentracion
de puntos con un error de estimacién menor al 20 % cuando la desviacion estdndar muestreada es
cercana a la desviacion estdndar tedrica (idealmente, cuando ambos atributos representan una

recta de pendiente uno).

4.2.2. Estimacion de la SWS y deteccion de zonas no uniformes

Se replicé el estudio realizado por Flores et al. [44] analizando el caso con mayor nimero
de ondas incidentes, puesto que este reporta la mayor probabilidad de generar un campo actstico
difuso. En el campo homogéneo, la técnica estima una velocidad de 2,46 4+ 0,32m/s y 2,45 +
0,33m/s para los casos de entrenamiento y prueba, respectivamente; en el campo heterogéneo
doble capa unas velocidades de 4,33+0,63m/s y 2,8940,25m /s para el plano superior e inferior,
respectivamente. Si bien la técnica de R-SWE resulta tener una alta exactitud con SWS cercanas
a los valores ideales simulados (SW'S; = 2.5m/s; SWS;1 = 4,5m/sy SWS;2 = 3m/s), la
elevada dispersion de valores de velocidad estimados se traduce en una menor precisiéon de la
técnica.

Por ello, se proponen métodos de deteccién de zonas no uniformes a manera de identificar y
descartar estimaciones con elevado error. El criterio del R? pretende reducir esta variabilidad en
las predicciones, no obstante, es insuficiente como unico determinador de calidad de campo
reverberante. Frente a ello, se proponen los modelos de aprendizaje de maquina basados en la

extraccion de pardmetros de uniformidad. En la Figura 4.5, se presenta la dispersién de las
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estimaciones de SWS de la data original y con los modelos de deteccién de uniformidad. Los
algoritmos de aprendizaje logran identificar mayor cantidad de valores atipicos de las
estimaciones SWS, disminuyendo la desviacion estindar y mejorado la precisiéon de la técnica.
Similarmente, se comprobd la efectividad de los algoritmos en un nuevo plano homogéneo y uno
heterogéneo de prueba obteniéndose resultados similares en SWS promedio, pero reduciendo en
mayor medida desviacién estandar de las estimaciones, en comparacion con la umbralizacion del
R? (ver Figura 4.9, Tabla 4.4 y Figura 4.14, Tabla 4.5). Comprobada la factibilidad de los nuevos
modelos de deteccién de uniformidad de campo reverberante en simulaciones numéricas, el

siguiente paso consiste en analizar los mismos para data en maniquies y/o tejidos.
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Conclusiones

= Se realizaron las simulaciones numéricas de campos reverberantes, considerando 10 000
ondas planas ideales incidentes aleatoriamente para los modelos homogéneos y
heterogéneos doble capa, calculando su valor de SWS de 2.5m/s, y 4.5-3m/s,
respectivamente. Notiandose que la umbralizacién del coeficiente R? no logra identificar

plenamente las zonas no uniformes de campo reverberante.

= Se extrajeron pardmetros estadisticos basados en la uniformidad del campo reverberante y la
prueba K-S para funciones de probabilidad a un menor costo computacional que la obtencién
del R%. Asi mismo, se comprobé su significancia estadistica en el modelo de clasificacién
de acuerdo con su valor de probabilidad menor al 5 %, ademas de su efecto las estimaciones

de SWS con un alto porcentaje de error relativo.

= Se lograron entrenar los cuatro modelos de aprendizaje automdtico (LR, LDA, LSVM,

GSVM) con exactitudes de 0.713, 0.729, 0.732 y 0.817, respectivamente.

» Se comparé la umbralizacién del coeficiente de determinacion R? frente a los cuatro
modelos entrenados y su efecto en la reduccién de variabilidad de las estimaciones. En
particular, los modelos lineales (LR, LDA, LSVM) mejoran la exactitud y precision de las
estimaciones de SWS, por lo que pueden ser utilizados como pardmetros de calidad de

campo reverberante para la asistencia de la R-SWE.
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Recomendaciones

= Debido al alto costo computacional de la técnica de ajuste de curva para estimar la SWS
y obtener el coeficiente de determinacién R?, trabajos futuros deben enfocarse en calcular
la velocidad mediante aproximaciones de onda, las cuales deberan ser acompafiadas de los

modelos de detecciéon de uniformidad como pardmetros de calidad de campo reverberante.

= Si bien se abord6 el tema como un problema de clasificacién de campos reverberantes
uniformes, el uso de clasificadores automaticos también obtiene un puntaje de probabilidad
para cada clase (uniforme y no uniforme). Esto puede proveer informacién cuantitativa

sobre la calidad del campo reverberante, capaz de ser umbralizado segtin se requiera.

= Puesto a que usualmente en modelos con un alto niimero de ondas incidentes, alrededor del
70 % del plano puede considerarse uniforme, el dataset estard siempre desbalanceado. Para
este caso, se propuso la validacién cruzada con un & = 10 para abordar el tema. También es
posible realizar remuestreos al dataset, ya sea sobremuestreando la clase menos dominante
y asignidndole un peso mayor, o submuestreando aleatoriamente la clase mis dominante. As{

mismo, se puede emplear clasificadores cost-sensitives.

= En este estudio, se emplearon modelos ideales de onda plana para emplear estos
clasificadores en campos reverberantes reales generados en maniquies y/o tejidos, se
deberd re-entrenar el modelo con este tipo de data, o en todo caso evaluar modelos reales

con pérdidas de atenuacion.
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